
Lineárny autoenkóder EASE by mal byť jedným z najvýkonnejších odporúčacích sys-
témov na báze kolaboratívneho filtrovania pre veľké katalógy položiek s riedkou spätnou
väzbou od používateľov. Váhy modelu sú však určené inverznou maticou dimenzie rovnej
veľkosti katalógu. Táto inverzná matica je obvykle hustá, v dôsledku čoho môže byť v
prípade veľkého počtu položiek váhová matica priveľká na držanie v pamäti počas in-
ferencie. Výpočetné náklady na škálovanie modelu nad desiatky tisíc položiek tak veľmi
prudko stúpajú.

V práci navrhujeme modifikáciu EASE s názvom SANSA, ktorá tento problém rieši.
SANSA aproximuje váhy EASE so zvolenou hustotou. Túto aproximáciu nájde pomocou
end-to-end riedkej trénovacej procedúry. Pre voľbu metódy schopnej efektívne spočí-
tať riedku aproximáciu veľkej inverznej matice, skúmame prístupy pre konštrukciu ried-
kych približných inverzov pre účely predpodmienenia sústav lineárnych rovníc. Vybraná
metóda je vhodná pre veľmi veľké sústavy so všeobecným vzorom riedkosti. Trénovacia
procedúra je robustná a nájde dobrú aproximáciu modelu EASE aj na súboroch dát s
hustými vzťahmi medzi položkami. Navyše, so zvyšujúcim sa počtom položiek v katalógu
dosahuje SANSA bezkonkurenčnú efektivitu, a to aj v porovnaní s predchádzajúcou na-
jefektívnejšou modifikáciou modelu EASE zameranou na škálovateľnosť. Vo výsledku tak
SANSA s ľahkosťou rozširuje koncept EASE na milióny položiek.
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