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PfedloZend diplomova prace rozviji oblast tzv. shallow (mélkych, minéno jako opak hlubokych —
deep) modell pro doporucovaci systémy, ktera v posledni dobé ziskala velkou pozornost
vyzkumné komunity okolo doporucovacich systémd, a to jak v akademické, tak v primyslové
sfére. Prace je logicky velmi dobte rozdélena do tfi blokd o celkem Sesti kapitolach.

V prvni kapitole autor ¢tenare provede zaklady doporucovacich systéma, vysvétli zakladni pojmy
a predstavi béz pouzivané algoritmy pro doporucovani. Ocenuji zminku o tzv. multi-stage
pristupu, ktery je aplikovan v typickych praktickych implementacich doporucovacich systém.
Nasleduje kapitola druha, kterd uvede ¢tenare do problematiky fidkych (sparse) matic. Tato
kapitola je obzvlasté cenna, pokud je ¢tenar pouhym uZivatelem framework( podporujicich
algebru ridkych matic (jako je napfiklad scipy.sparse). Dale ndsleduje predstaveni velmi zndmého
modelu EASE, na ktery prdce navazuje. Autor se v této ¢asti neboji jit do hloubky a vysvétluje
puvodni ¢lanek velmi edukativné. Na zavér dvodniho bloku pfichazi ¢tvrta kapitola, ve které
autor nastifiuje principy inverze fidké matice. Tato kapitola je nezbytna pro pochopeni
predstaveného modelu a opét je napsana velmi srozumitelnym a ¢tivym zplsobem.

v vev

je opét velmi jasny a srozumitelny. Je zde navic jasné vidét podtext autorovy spoluprace
s pramyslem; jak teoreticky design, tak i prakticka implementace nese snahu o efektivitu a
maximalni vyuZitelnost v redlném prostredi.

Posledni kapitola se zabyva praktickymi experimenty. Autor pro evaluaci pouziva pét dataset(
(Movielens, Netflix, MSD, Goodbooks, Amazon Books) a vlastni model (SANSA) porovnava

s ostatnimi shallow modely (EASE, MRF), deep modely (RECVAE, MULT-VAE) a pro kontext
pridava i maticovou faktorizaci (WMF). Zde bych rad vyzdvihl autorovu vlastni implemetntaci
modelu MREF, ktery je Casto pfi porovnavani modell nepravem prehlizen. Na druhou stranu bych
doporucoval (minimdalné do budoucnosti) doplnit do porovnani jinak zmifiovany model ELSA,

v pramyslu bézné pouZivanou maticovou faktorizaci ALS a stale velmi silné KNN, coZ ostatné
autor sdm zminuje zcela na zavér pfi popisu dalSich planovanych praci na svém modelu.

Celkové bych rad vyzdvihnul nejen srozumitelnost a Ctivost prace, kterou autor zvladl udrzet i
pres ne zcela jednoduché téma, zejména vsak celkovy vysledek, ktery se jisté dockd bohatého
pramyslového vyuZiti. To ostatné potvrzuje i prijeti ¢lanku vychazejici z prace na prestizni
konferenci RecSys2023.

Vzhledem k vy$e uvedenému nemohu jinak, nez navrhnout hodnoceni predloZené prace
vyborné.

ProtoZe predpokladam, Ze autor bude predstaveny model SANSA dale rozvijet, rad bych autorovi
polozil nasledujici otazky, které je tfeba zaroven brat jako naznaceni sméru, kterym by se tento
rozvoj mohl dale ubirat:



1. Casova slozitost. Autor v praci explicitné nevyjadfuje ¢asovou sloZitost algoritmu. Toto
by stalo za to bud' vyjadrit formdalné nebo alespon provéfit na syntetickych datech. V praxi Ize
totiz vypozorovat trade off mezi dobou tréninku a vykonem modelu — ¢im déle model trénujeme,
tim mame presné;jsi model; zaroven vsak plati, Ze ¢im déle model trénujeme, tim starsi data jsou
pro tréning pouzita, coz vykon modelu snizuje. Proto je potifebné mit o této problematice lepsi
prehled.

2. Bussines rules. Algoritmy pro kolaborativni filtrovani se v praxi pouZzivaji v multi-stage
doporucovani, kde zastavaji roli prvniho modelu, ktery vybird kandidaty pro doporuceni. Za nimi
pak vétSinou navazuje aplikace néjakych pravidel — napt. Ize doporucovat jenom polozky, které
mame skladé, pouze ¢lanky, které jsou staré maximalné nékolik hodin a podobné. Co kdyz se
stane, Ze zrovna v téch mistech té fidké vahové matice, které potfebujeme pro zrovna
doporucitelné kandidaty budou nuly? NemUZe to negativné ovlivnit vykon doporucovaciho
systému? Slo by tomu néjak predejit?

3. (A)symetrie. | nazev modelu naznacuje, Ze vyslednad matice vah je asymetrickd. To ma
svlj vyznam v situaci, kdy ma model pfi tréningu na vstupu a vystupu rézné hodnoty. Typicky
ptiklad by byl obchod s détskym vybavenim: lidé, ktefi maji v ndkupni historii plenky velikosti 2,
si nasledné kupuji plenky velikosti 3, ale ne plenky velikosti 1 (protoZe dité roste). OvSem SANSA
je trénovana pouze na interakéni matici, kde je vSe zagregovdno dohromady a tato zavislost se
ztrati. Slo by néjak vyuZit asymetrie ve vdhové matici k podchyceni tohoto pfipadu?

4, Partial fit. Umél by model se inkrementalné doucovat? U modelu ELSA mame dobré
vysledky s inkrementdalnim ucenim — na za¢dtku model natrénujeme na vsech datech a pak
postupné nové polozky umistujeme do jiz existujiciho latentniho prostoru, coz je velmi rychlé.
Slo by podobny pFistup pouzit i u modelu SANSA? Pro model EASE byl podobny pfistup zkouman
v (1]

5. Cold start. U kolaborativniho filtrovani je ¢asto problematické doporuéovani novych
polozek, které jesté nenasbiraly dostatek interakci. Umél by model generalizovat nové polozky
pomoci jejich atributd (obrazky, popisy produktl a podobné)? U metod generujicich latentni
prostor Ize natrénovat funkci mapujici atributy do latentniho prostoru, Ize néco obdobného
vyuZzit i zde? Pro model EASE byl podobny pfistup zkouman v [2]
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