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koeficient a jsou y/n-konzistentnimi odhady nenulovych regresnich koeficientu.
V prvni kapitole této diplomové prace jsou zopakovany vlastnosti odhadu meto-
dou oby¢ejnych nejmensich ¢tverch a uvedeny argumenty pro vyuziti vychylenych
regularizovanych odhadt. V druhé a treti kapitole se zabyvame metodami lasso
a adaptivni lasso. Ve ¢tvrté, zavéreéné kapitole je diskutovana problematika sta-
tistické inference po vybéru ryst a odvozena metoda ke konstrukeci presnych in-
tervalovych odhadl v linedrnim regresnim modelu, jehoz mnozina vysvétlujicich
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Konvence a znaceni

Konvence

o Vektory jsou sloupcové.
o Nahodné vektory jsou realné.

e Vyroky o ndhodnych vektorech plati ve smyslu skoro jisté.

Znaceni

e« Prope NN, y>0avektor x = (z1,..., ,)| € RF definujeme

» 1/~
||, = (Z Ilev) :
j=1

Pro v > 1 budeme ||x||, nazyvat {7 normou vektoru x.

o Prope N a vektor ¢ = (z4,..., z,)" € RP definujeme
p
lzllo = D Tx; #0],
j=1

kde T[e] je charakteristicka funkce.

o Necht M je mnozina a A C M. Doplnék mnoziny A vzhledem k M znacime
AC = M A, piipadné —A = A°.

e Necht A je mnozina. Pocet prvki mnoziny A budeme znacit |.Al.
e Necht A € R™" je ¢tvercovd matice. Stopu matice A budeme znacit tr(A).

« Znaceni pro konvergenci ndhodnych vektort: Necht {X,,},.cn je po-
sloupnost realnych nahodnych vektort. Zavadime nésledujici znaceni pro
konvergenci posloupnosti ndhodnych vektorti:

1. Konvergence v distribuci: X, ' , N — 00.
2. Konvergence v pravdépodobnosti: X, Ly x , L — 0Q.

3. Konvergence skoro jisté: X, =% X, n — oo.

« Necht 6, = T(Xi,..., X,) € RP je odhad parametru 8 € © C R?,
kde T' : R™ — RP je meéritelna funkce. O odhadu 6, Tekneme, ze je
V/n-konzistentnim odhadem parametru 6, jestlize

6, — 0 = 0p(1/y/n),
tedy
Ve > 03K < codng € N : supP(v/n]|0, — 0]y > K) <e.
>

n-no



Uvod

V tidkych linearnich regresnich modelech je efekt majority vysveétlujicich pro-
ménnych na stfedni hodnotu odezvy nulovy nebo zanedbatelny. Je-li v fidkém li-
nearnim regresnim modelu cilem statistické analyzy vyhodnoceni efektu vysvétlu-
jicich proménnych na stfedni hodnotu odezvy, je vhodné provést nejen odhad vek-
toru regresnich koeficienti, ale i identifikaci signifikantnich a insignifikantnich slo-
zek. Bézné pouzivana metoda obycejnych nejmensich ¢tverci produkuje efektivni
odhady vektoru regresnich koeficienti. Vyuziti metody obycejnych nejmensich
¢tvercia k odhadu vektoru regresnich koeficientti ovSem neni vhodné v pripadé,
kdy pocet vysvétlujicich proménnych prevysuje pocet pozorovani. Vyuziti metody
oby¢ejnych nejmensich ¢tverci k identifikaci signifikantnich slozek vektoru regres-
nich koeficientti vyzaduje dodate¢né intervence ze strany statistika, napriklad ve
formé testovani signifikance vybrané podmnoziny slozek. V této diplomové préci
se zabyvame metodou adaptivni lasso. Metoda adaptivni lasso produkuje tidké
odhady a méa véstecké vlastnosti, ¢ili asymptoticky presné identifikuje mnozinu
nulovych slozek vektoru regresnich koeficientu a je /n-konzistentnim odhadem
nenulovych slozek vektoru regresnich koeficientti.

V prvni kapitole této diplomové prace jsou zopakovany vlastnosti odhadu
metodou obyc¢ejnych nejmensich ¢tverct v linedrnim regresnim modelu a moti-
vovano vyuziti vychylenych regularizovanych odhadii. Dale uvadime argumenty;,
pro¢ v Tidkém linedrnim regresnim modelu volit z ¢?-regularizovanych metod,
v > 0, pravé (l-regularizaci, ¢ili metodu lasso. V druhé kapitole se zabyvdme
odhadem metodou lasso, pro ktery odvodime existenci, tvar a podminky pro
jednoznacnost a uvedeme algoritmus pro vypocet. Nahlédneme na metodu lasso
z geometrické perspektivy a z perspektivy Bayesovské statistiky. V zavéru druhé
kapitoly se vénujeme asymptotickym vlastnostem odhadu metodou lasso. Metoda
lasso s kladnou pravdépodobnosti asymptoticky neidentifikuje mnozinu nulovych
slozek vektoru regresnich koeficienti, coz je motivaci k zavedeni odhadu meto-
dou adaptivni lasso. Treti kapitola je vénovana metodé adaptivni lasso, ktera
jiz mnozinu nulovych slozek vektoru regresnich koeficienti asymptoticky identifi-
kuje. Odhad metodou adaptivni lasso lze ziskat pomoci metody lasso, aplikujeme-
li vhodnou transformaci na matici modelu a vhodnou zpétnou transformaci na
vysledny odhad metodou lasso. Diky tomuto se vétsina vlastnosti metody lasso
prenasi na metodu adaptivni lasso. Ve ¢tvrté kapitole této diplomové prace je
diskutovana problematika statistické inference po vybéru rysﬁﬂ ¢ili vybéru pod-
mnoziny vysvétlujicich proménnych. Metoda (adaptivni) lasso produkuje ridké
odhady a lze ji vyuzit k automatickému vybéru ryst v linedrnim regresnim mo-
delu. V takovém pripadé je ale mnozina vysvétlujicich proménnych zvolena na
zakladé pozorovanych dat a klasické metody statistické inference jiz nejsou zcela
validni. Pro metodu lasso uvedeme presné rozdéleni odhadu metodou obycéejnych
nejmensich ¢tverch v normalnim linearnim regresnim modelu, jehoz vysvétlujici
proménné byly zvoleny na zakladé aktivnich slozek odhadu metodou lasso.

Jako hlavni prispévek této diplomové prace vnimame shrnuti a zpracovani
urcité problematiky na zakladé nékolika rtiznych pramenii.

L Anglicky: feature selection



1. Linearni regresni metody

V této kapitole je v sekeich [L.1], a zopakovan linedrni regresni model,
metoda obycejnych nejmensich ¢tverct a zakladni metody vybéru ryst, pomoci
kterych 1ze docilit redukce stiedni ¢tvercové chyby. V sekcich az cerpame
zejména z Kulich| (2022), Komarek| (2021)), Lachout| (2020)), Barto a Tuma, (2019)
a [Hastie a kol.| (2009). Snaha o automaticky vybér rysu a redukei stfedni ¢tver-
cové chyby nas dovede k regularizovanym odhadim, kterym je vénovana sekce 1.4}

1.1 Linearni regresni model

Necht Y je generickd ndhodnd veli¢ina a X = (X1,..., X,)" je p-rozmérny
genericky ndhodny vektor, p € IN. Uvazujme situaci, kdy mame za kol predpo-
védét hodnotu Y na zékladé hodnot vektoru X nebo vyhodnotit efekt nahodné
veliciny X, j € {1,..., p}, na hodnotu Y. Nédhodna veli¢ina Y je v tomto kon-
textu nazyvana odezva a ndhodné veliciny X, ..., X, jsou nazyvany vysvétlujici
promeénné. Jednim z pristupi, jak vysSe popsany tkol Tesit, je pozorovat realizace
nahodného vektoru (Y, X T)T a o budouci asociaci mezi odezvou a vysvétlujicimi
proménnymi ¢init logické indukce na zakladé pozorovani predchozich. Necht

Y, Xi1,.. 0, Xip) ', i=1,...,n, nel, (1.1)

je nahodny vybér z pravdépodobnostniho rozdéleni generického ndhodného vek-
toru (Y, X 7). Usudky o asociaci mezi odezvou a vysvétlujicimi proménnymi
budeme ¢init pomoci statistickych metod, které umoznuji predikovat hodnotu
odezvy na zakladé hodnot vysvétlujicich proménnych, konstruovat efektivni od-
hady vlivu vysvétlujicich proménnych na hodnotu odezvy a formalné kvantifiko-
vat miru nejistoty téchto predikci a odhad. Pouziti mnohych statistickych metod
ale ma svou cenu. O rozdéleni ndhodného vektoru (Y, X )T je tieba predpokla-
dat, Ze pochézi z néjaké tridy pravdépodobnostnich rozdéleni, kterd se nazyva
statisticky model. Statisticky model aproximuje a matematicky idealizuje mecha-
nismus, ktery generuje pozorovana data. Jaky statisticky model ale volit?
Klasickym vysledkem teorie pravdépodobnosti je, ze podminénd stredni hod-
nota E(Y | X) je ortogondlni projekci ndhodné veliciny Y € Lo(Q2, F, P) na
prostor Ly(X) = Ly(€2, 0(X), P|,(x)), indukovany ndhodnym vektorem X

E(Y | X) = argminE(Y — X)?
Xela(X)

a podminénd stfedni hodnota E(Y | X) je nejlepsi aproximaci ndhodné veli¢iny
Y vzhledem k stredni ¢tvercové chybé, pri znamych hodnotach ndhodného vek-
toru X. Funkce f(x) = E(Y | X = x), x € R?, je proto vhodnym kandidatem
na odhad odezvy Y pfi zndmych hodnotach vysvétlujicich proménnych X.

Funkce f(x) = E(Y|X = x) se nazyva regresni funkce. Regresni funkce
E(Y | X = ) je neznamé a k feseni naseho tkolu je tfeba ji odhadnout. V této
praci budeme o ndhodném vektoru (Y, X ')T piedpokladat, ze spliiuje linedrni
regresni model. Linearni regresni model je parametricky model s afinni regresni
funkci, jehoz parametry urcuji prvni obecny a druhy centralni moment podminé-
ného rozdéleni Y | X. Jedn4 se o zakladni regresni model, ktery umoziuje snadny
a ucinny odhad (linedrni aproximace skuteéné) regresni funkee.
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Definice 1.1 (Linearni regresni model). O ndhodném vektoru (Y, X 7)T rekneme,
ze spliuje linedrni regresni model, jestlize

EY|X)=3+X"8 a var(Y|X)=o0? (1.2)

kde By € R, B = (B1,--.,0,)" € RP a 0% € (0,00) jsou nezndmé parametry.

Vektor (B, B7)" se nazyva vektor regresnich koeficientii, o se nazyva rezi-

dudlni rozptyl. Vlastnost var(Y | X)) = o2 se nazyva homoskedasticita. V piipadé
Y| X ~N(By+X T8, 0%) budeme hovotit o normdlnim linedrnim regresnim mo-
delu. Necht e = Y —E(Y | X). Nahodna veli¢ina € se nazyva ndhodnd chyba. Plati
E(e) = E(E[e| X]) = 0 a var(e) = E(var[e| X]) + var(Ele| X]) = o?. Pomoci
nahodnych chyb lze model ekvivalentné formulovat jako Y = By + X 8 +e.

K predpokladiim linedrniho regresniho modelu budeme navic predpokladat,
ze existuji smisené momenty druhého radu vysvétlujicich proménnych

E(lijk’) < 00, Js kzla"'apa (13)

7e matice E(X X ") je pozitivnd definitni a Ze sdruZené pravdépodobnostn{ roz-
déleni odezvy Y a vysvétlujicich proménnych X, ..., X, je spojité.

Oznacme Y = (Vy,..., V)" a X, = (X1,..., Xn )", i=1,..., p, vektory
pozorovanych hodnot, X = (Xy,..., X,) € R™ matici modelu, I, € R™"
jednotkovou matici a 1, = (1, 1,..., 1)T € R". Bez tjmy na obecnosti budeme
predpokladat, Zze pozorované vysvétlujici proménné byly studentizovany, tedy

X; =V 1|l —n ') X (-0 A X =1 (1)

Metody, kterymi se v této praci budeme zabyvat, odhaduji vektoru regresnich
koeficienti pomoci ortogonalni projekce pozorovanych hodnot odezvy Y na zvo-
lenou podmnozinu linedrniho prostoru Im(1,, X) = {(1,, X)v : v € Rt}
7 plyne Im(X) C Im(I, — n~'1,1)). Ziejmé Y = (I, — n~'1,1])Y +
n~11,1'Y, kde (I, — n7'1,1])Y je ortogondlni projekci vektoru Y na line-
arni prostor Im(I,, —n~'1,1)) a vektor n7'1,,1,]Y je ortogonélni projekci Y na
linedrn{ prostor LO{1, } = {c1, : ¢ € R}. Navic jsou prostory Im(I,, —n~'1,1])
a LO{1,} na sebe kolmé. Budeme-li tedy pracovat s centrovanym vektorem ode-
zev (I,—n~'1,1])Y, regresni koeficient /3, bude projekénimi metodami odhadnut
jako nulovy a regresni koeficienty fi,..., 8, budou stale odhadnuty pomoci or-
togondlni projekce vektoru odezev Y na zvolenou podmnozinu prostoru Im(X).
Nadale proto budeme bez jmy na obecnosti predpokladat

Y =(I,-n"1,1))Y (1.5)
a uvazovat By = 0. Transformovana data ((1.4) a (1.5 spliuji
EY |X]=XB* a Var(Y|X)=0"L,. (1.6)

Vektorem regresnich koeficient, resp. rezidualnim rozptylem budeme nadale mi-
nit nezndmy vektor 8* € RP resp. nezndmé o € (0, co) z (|1.6)).

Z je patrné, ze vektor regresnich koeficienti 8* v linedarnim regresnim
modelu urcuje asociaci mezi vysvétlujicimi proménnymi a podminénou stredni
hodnotou odezvy. Vektor regresnich koeficienti je ale neznamy a tak je tieba jej
odhadnout. V nésledujici sekci|l.2|je zaveden odhad vektoru regresnich koeficient
metodou obyc¢ejnych nejmensich ¢tverci.



1.2 Metoda obycejnych nejmensich c¢tverct

Cilem linearni regrese je odhad vektoru regresnich koeficientti, ktery lze vyu-
zit k vyhodnoceni efektu jednotlivych vysvétlujicich proménnych na podminénou
stfedni hodnotu odezvy nebo k predikci odezvy na zakladé hodnot vysvétluji-
cich proménnych. Volba metody ke konstrukci odhadu zavisi na stanoveném cili
a na struktutfe dat. V linedrnim regresnim modelu je nejpopularnéjsim odhadem
vektoru regresnich koeficientti odhad metodou obycejnych nejmensich ctverci.

Definice 1.2 (Odhad metodou obycejnych nejmensich ¢tvercu). UvazZujme line-
arni regresni model . Necht n, p € N, Y € R" je vektor odezev a X € R"*P
je matice modelu. Libovolné reseni ulohy
in |[Y — X8> 1.
min | Bllz (1.7)
budeme nazyvat odhad vektoru regresnich koeficienti metodou obycejnych nejmen-
§ich ctverci a znacit BOLS.

Dle Gaussovy—Markovovy véty (Komarek (2021), Theorem 2.4) dosahuje od-
had vektoru regresnich koeficienti metodou obyc¢ejnych nejmensich ¢tverctu nej-
nizsi stredni ¢tvercové chyby, podminéné pozorovanymi vysvétlujicimi promeén-
nymi X, mezi vSemi nestrannymi linearnimi odhady vektoru g*.

Poznamka. Pro libovolné feseni BOLS je vektor XBOLS jednoznacnou ortogonalni
projekci odezvy Y na linedrni prostor Im(X) = {Xvy € R" : v € RP} generovany
sloupci matice modelu (disledek Barto a Tuma (2019)), Véta 8.60 a Véta 8.61).

Dtvodem k popularité odhadu metodou obycejnych nejmensich ¢tvercu je
i jednoduchost feseni dlohy (1.7)), pro které existuje uzavieny tvar. K odvozeni
tvaru fesenf ([1.7) vyuZije nasledujici dvé tvrzeni. ReSeni (1.7)) 1ze odvodit i pifmo,
vyuzitim Gramovy matice (Barto a Tuma (2019)), Tvrzeni 8.76). V kapitole [2]
problém (1.7) zobecnime a bude jiz nutné vyuzit nize uvedend tvrzeni.

Lemma 1.3 (Subgradientni podminka optimality, |Lachout| (2020]), Lemma 2.55).
Necht D C RP, x> € D a f : D — R je funkce. Poté x* je globdlnim minimem
funkce f na mnozine D prdvé tehdy, kdyz
0cdf(x)={deR’|VyeD: f(y) >d (y —z*) + f(z")}. (1.8)
Mnozina Of(x) se nazyva subdiferencidl funkce f v bodé @ a prvky mnoziny
JOf(x) se nazyvaji subgradienty. Subgradietni podminka optimality je specidlnim
pripadem Karushovych-Kuhnovijch-Tuckerovijch podminek optimality pro optima-

lizac¢ni tlohu bez vazebnich podminek. K nalezeni subdiferencidlu ucelové funkce
tlohy ([2.1)) vyuzijeme nésledujici lemma.

Lemma 1.4 (Lachout| (2020)), lemma 2.56). Necht G C R? je neprdzdnd konvexni
mnozina, f: G — R je konvexni funkce a y € G. Ma-li funkce f gradient v bodé

Yy, pak 0f(y) = {Vf(y)}.
Utelové funkce ||Y — X2 je konvexni (plyne z lemmat a|A.1.2), di-

ferencovatelnd na svém definicnim oboru a v uloze (1.7) nejsou kladeny zadné

vazebni podminky. Z lemmat a [1.4] vyplyva, Ze fesenim tlohy (1.7)) je mno-

zina stacionarnich bodu ucelové funkce

{BeR: X'X)B=X"Y}. (1.9)



Pozorovdni. Necht A € R"*P, x € R? a b € R". Oznacme AT € RP*"™ Mooreovu-
Penroseovu pseudoinversi matice A. Jestlize AATb = b, pak pro kazdé v € RP
plati A(ATb + (I, — ATA)y) = b a vSechna TeSeni soustavy linearnich rovnic
Az = b lze vyjadrit jako & = ATb + (I, — ATA)vy. Navic (I, — ATA) je matici
ortogondlni projekce na linedrni prostor Ker(A) = {v € R : Ay = 0,}, plati
Ker(A) = {(I, — ATA)y, v € R’} a ATb je Teseni soustavy Ax = b s nejmensi
euklidovskou normou (minimalitu euklidovské normy FeSeni A*b lze ziskat jako
disledek Barto a Tuma (2019)), Tvrzeni 8.96).

Pro soustavu (X'X)B8 = X'Y je splnéno
X'X)X'X)"' XY =X'XX'Y =X'"Y,

kde jsme postupné vyuzili vztahtt (X'X)"X" = X* a XTXX* = XT. Mnozina
feseni soustavy rovnic (|1.9) je tedy neprazdna a tvaru

[BeR: B=X"X)" XY + (I, - (X'X)*X"X)y, vy € R"},
coz lze vyjadrit jako
{BERP: B=X"Y +7,v € Ker(X)}. (1.10)

Za predpokladu plné sloupcové hodnosti matice modelu X tedy rank(X) = p, je
matice X' X regularni (Barto a Ttama (2019), Tvrzeni 8.80) a existuje pravé jedno
feSeni problému obycCejnych nejmensich ¢tvercta , které je tvaru (X' X)1XTY
(téz za predpokladu plné sloupcové hodnosti matice X plati X+ = (XTX)~1XT
a Ker(X) = {0,}). Odhad vektoru regresnich koeficienti metodou obycejnych
nejmensich ¢tvercu je v pripadé rank(X) = p nestranny

EB°" = E(E[B?|X]) = E(X'X)'XE[Y | X)) = E(X"X)'X'X8") = g7
a podminény rozptyl odhadu je tvaru
Var(8°%% | X) = (X'X) !X Var(Y | X)X(X'X) ™ = o2(XTX) L.

Véta 1.5 (Asymptotické vlastnosti — Komarek (2021), Theorem 16.2 a Theo-
rem 16.4). Necht n,p € N, (YV;, X;1,..., Xi )", i = 1,..., n, je ndhodny vij-
bér z rozdéleni ndhodného vektoru (Y, X ")T, ktery spliuje linedrni regresni mo-
del . Necht existuji smisené momenty druhého radu E|X; Xy, 7, k=1,..., p,
a matice W = E(X X ") je pozitivné definitni. Poté je odhad vektoru regresnich
koeficienti metodou obycejnych nejmensich ctvercu silné konzistentni

A0LS 8-
B = B, n — 00.

Jestlize navic pro vSechna j, k € {1,..., p} plati E|e*X;X;| < oo, odhad metodou
obycejnych nejmensich ctvercu je i asymptoticky normdini

V(B9 — B*) 25 NL(0,, WD), n— . (1.11)

Odhad metodou obyc¢ejnych nejmensich ctverci ,§OLS je nejpopularnéjsim od-
hadem vektoru regresnich koeficienti v linedrnim regresnim modelu. Existuji ale
situace, kdy tento odhad neni nejvhodnéjsim. Naptiklad obsahuje-li linearni re-
gresni model nadbytecny pocet vysvétlujicich proménnych, predikce zalozené na
odhadu BOLS nemusi byt spolehlivé. Pritomnost nadbytec¢nych vysvétlujicich pro-
ménnych je chybou modelu, se kterou si odhad BOLS sam neporadi. V nasledujici

sekci|l.3]jsou uvedeny metody pro vybér podmnoziny vysvétlujicich proménnych.
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1.3 Vybér rysu

Jednim z hlavnich tkold statistické analyzy je vybér statistického modelu.
V této praci se zabyvame pouze linedrnim regresnim modelem a vybé-
rem rysu, ¢ili vybérem podmnoziny vysvétlujicich proménnych, které maji sig-
nifikantni efekt na hodnotu odezvy. Pro mnozinu M C {1,..., p} oznac¢me

Xm = (Xj)jems Xm=(Xj)jem, Bm= Bjljem, em=Y —EY | Xnm).
Mnozinu M budeme povazovat za identifikator linearniho regresniho modelu
Mu: Y = XM +enm

a ,modelem M* budeme oznacovat model M. Vektor regresnich koeficient
v modelu M znacime ,BM a jeho odhad budeme znacit s vlnovkou ,8 M. Timto
odlisujeme od znaceni BM (53)]6/\4, kde ,B je odhad B* v plném modelu. V mo-
delu M neni pro j ¢ M dostupnd informace o vysvétlujici proménné X;. Efekt
X; na odezvu Y, ktery neni obsazeny v X 4, je schovan v ndhodné chybé EM-

1.3.1 Trénovaci a testovaci chyba

Necht My € M; C {1,..., p}. Model Mgy budeme nazyvat podmodelem
modelu M;. Model M; neobsahuje méné informace, nez jeho libovolny podmodel
M. Alternativné o(X ) € 0(X ) a rezidudlni rozptyl v modelu M je mensi
nebo roven rezidudlnimu rozptylu v podmodelu M,

Oy = E(Y —B(Y | X)) SE(Y — E(Y | Xai)’ = 0% (L12)

Mze se proto zdat, ze model obsahujici vice vysvétlujicich proménnych bude vzdy
lepsi, nebot dosahuje nizsiho rezidualniho rozptylu. Tato iivaha ale neni spravna
pro odhady sestrojené na zédkladé omezeného poctu pozorovani n. Uvazujme prii-
mér Ctvercové chyby predikce na trénovacich datech (trénovaci data jsou data,
ktera byla pouzita k sestrojeni odhadu), kterou budeme nazyvat trénovaci chyba

1 N
~Y —X8|3
|y — XA}

a pramér ¢tvercové chyby predikce na testovacich datech (testovaci data jsou
dostupnd data (Y;, X;,))T,i =n+1,...,n+m, m € N, kterd nebyla pouzita
k sestrojeni odhadu), kterou budeme nazyvat testovaci chyba

1 n+m
— 3 (Vi X/B), (1.13)
mz n+1

Oznacéme Px = XXT matici ortogondlni projekce na linedrni prostor Im(X). Pfed-
pokladejme plnou sloupcovou hodnost matice modelu X. Stfedni hodnota trénin-
kové chyby odhadu metodou obycejnych nejmensich ¢tverct je

E (B[ 1Y - X513 X] ) = | BENI(KE" + o) — Pe(X8" + ¢} X)

_ iE(E[He — Pel 3] X))

1
= (Jlell3 - 2E[e” Pre | X] + E[|| Pre[3 | X))

no? —2po* +po? n—p ,
e = g .

n n




Oznacme

Yn+1 )(n+17 r .- XnJrl,p En+1
1/'zl/est = ) Xtest = - ) €Etest = :

Yn—i—m AXPn—l-m7 1 .- Xn+m,p €ntm

K vyjadteni testovaci chyby odhadu metodou obycejnych nejmensich ¢tverci v li-
nearnim regresnim modelu nejprve vyjadiime podminénou stiedni hodnotu

E {H}/test - XtestB\OLSHS ‘ X; Xtest} =

- E[“(Kest - Xtestﬂ*) - (XtestBOLS - Xtestﬂ*)Hg | X, Xtest]
= EHetestH% + E[thest/BOLS - Xtestﬁ*“g | Xa Xtest]

—2 nin (E(GZ)E[XZTB\OLS - X’L—rﬂ* |X7 Xtest])

i=n+1
- EHetestHg + E[thest<XTX)_1XT<XIB* + 6) - Xtestﬁ*ng | Xv Xtest]
= mo? + B]||Xpest (X X)X €2 | X, Xpear].

Za predpokladu X, = X hovotime o predikci replikované odezvy, plati
E[[[Xpest (X X)X €3 | X = Xiewt] = E[[| Prell3 | X] = tr(Var(Pxe | X)) = po®

a stfedni hodnota testovaci chyby je E[E[||Yiest — XBL5|2/n| X]] = 02(n + p)/n.
Vyuzitim Groves a Rothenberg (1969) lze dokazat, ze za predpokladu pozitivné
definitni matice E(X X ") je stfedni hodnota testovaci chyby vzdy vétsi nebo
rovna stfedni hodnoté testovaci chyby pro replikovanou odezvu. Tedy zatimco s
fixnim poctem pozorovani n € IN a rostoucim poctem parametri modelu p tré-
ninkova chyba klesa, testovaci chyba klesat nemusi.

Priklad. Necht p € N, X ~ N,(0,,0%1,), 0% > 0 a ¢ ~ N(0, 67) je ndhodnd
veli¢ina nezavisld s X. Necht ny, ..., 7, € R je ndhodny vybér ze smési dvou
centrovanych Laplaceovych rozdéleni s hustotou

AL i A2 i .
(05575, A1y Aa) 2%'316 A1|77J'+(1—%-)'32‘5 el =1, p,

kde 7; € {0, 1} je parametr urcujici rozdéleni n; a A1, As € R, Ay > A > 0 jsou
parametry Laplaceova rozdéleni. Rozdéleni s parametrem \; je , spicaté” a roz-
déleni s parametrem je Ao ,,placaté®. Regresni koeficienty vygenerované ze Spica-
tého, resp. placatého rozdéleni typicky prislusi vysvétlujicim proménnym, které
maji maly, resp. velky vliv na hodnotu odezvy. Oznac¢me 7, j-tou porddkovou

statistiku z nahodného vybéru ni,..., n, a 87 = ny),..., B; = na), cili plati
BT > ... = 5. Uvazujme odezvu Y = X "B* + ¢ a linearni regresni model
q
Y:Z@Xj—i—eq, (1.14)
j=1

kde ¢ € IN, ¢ < p je pocet parametrt modelu a ¢, = ¢ + Z§:q+1 B; X je nahodna
chyba v modelu . Ziejmé e ~ N(0, 07), kde 07 = of + X5_,1(8))%0%.
Na obrazku [1.1| nize je vykreslena stfedni hodnota testovaci a trénovaci chyby
odhadu metodou obyc¢ejnych nejmensich ¢tvercti v modelu jako funkce q.

9



o
B —— Testovaci chyba
o o] . .
S 4 —— Trénovaci chyba
-~ 1 Rezidualni rozptyl
®
Qo o
> 9 _| _
5 8 3
‘©
>
3 .
8 o
2 8 |
Y Lo
c o —
5 <
2 1
b o
o - o
N o
w
o - o
T T T T T T T T T T
0 50 100 150 200 0 50 100 150 200

Pocet parametrli modelu
(a) A1 =1, A2 =10,25 () A1 =1,A2=0,1
Obrazek 1.1: Stfedni hodnota trénovaci chyby a testovaci chyby pro replikovanou odezvu odhadu
metodou nejmensich ¢tverclt v modelu , jako funkce poctu parametri q. Rozsah vybéru
n = 250, pocet pozorovanych parametri p = 200, rezidualni rozptyl v plném modelu ag = 400,
rozptyl vysvétlujicich proménnych 0% = 1. Padesat regresnich koeficienttt bylo vygenerovano
z Laplaceova rozdéleni s parametrem Ao, zbylé koeficienty byly vygeneroviany z Laplaceova
rozdéleni s parametrem A;. Vygenerované regresni koeficienty byly nasledné sefazeny sestupneé.

Odhad stfedni hodnoty testovaci chyby se bézné provadi pomoci kriZové vali-
dace. P1i kiizové validaci jsou data rozdélena do K € IN stejné velkych podmnozin.
Jako trénovaci data jsou pouzita data pouze z K — 1 podmnozin a jako testovaci
data jsou pouzita data ze zbylé podmnoziny. Na testovacich datech lze nasledné
provadény ruzné analyzy, jako napiiklad vypocet testovaci chyby. Cely tento pro-
ces je opakovan K-krat, pricemz béhem kazdého opakovani je zvolena jina z K
podmnozin dat za testovaci data. Pramér z vypoctenych testovacich chyb se na-
zyva chyba kriZové validace. Chyba kiizové validace se pouziva jako odhad stredni
hodnoty testovaci chyby a jako mira kvality predikeci modelu. Jedn4 se o flexibilni
metriku, kterou lze pouzit v siroké skale statistickych modeli.

Jev, kdy je tréninkova chyba nizka, ale testovaci chyba vysoka, se nazyva
pretrénovdani. Predikce na zédkladé pretrénovaného modelu zfejmé nemohou byt
spolehlivé. K pretrénovani dochazi zejména nemame-li dostateény pocet pozoro-
vani na pocet parametru zvoleného podmodelu. V takovém pripadé odhad vytvari
asociace, které funguji na pozorovanych datech, ale obecné nedavaji smysl.

Minimalni vhodny pocet pozorovani zavisi na mnoha faktorech, jako je na-
priklad zvoleny model, ucel analyzy, v ptripadé linedrni regrese poméru signalu
a Sumu ||B*||3/0? a v piipadé testovani vlivu regresnich koeficienti zvoleny test
a sila testu (typicky 1 — 5 =1—4-a =0,8). Vypocet dostatetného poctu pozo-
rovani pro danou analyzu nebyva jednoduchy a tak lze v literatuie nalézt rizna
pravidla palce pro minimalni pocet pozorovani. Bézné se doporuceny minimalni
pocet pozorovani na jednu vysveétlujici proménnou pohybuje mezi péti az dvaceti.
Prekvapivy vysledek lze nalézt v |Austin a Steyerberg| (2015]), kde pro predikce
odhadu metodou obycejnych nejmensich ¢tvercit v linedrnim regresnim modelu
uvadi za dostatecné jiz dvé pozorovani na jednu vysvétlujici proménnou. Upozor-
néme, ze v tomto ¢lanku pracuji s redlnymi daty, ale v naslednych simulacich je
skutecna odezva nahrazena odezvou nasimulovanou z linearniho regresniho mo-
deluY | X ~ N (XTBOLS 52) (uvedeno v sekei 3.2.), kde BOLS a 52 jsou odhady
na zakladé dostupnych pozorovani. Hodnotu &2 jsme v élanku nenalezli.

10



1.3.2 Testovani podmodelt

Pro odhad vektoru regresnich koeficienti metodou obycejnych nejmensich
¢tverci lze odvodit rizna asymptotickd rozdéleni, pomoci kterych lze testovat
signifikanci podmnoziny slozek. Test signifikance podmnoziny slozek vektoru re-
gresnich koeficient je zakladni metodou vybéru rysti — do modelu zvolime pouze
vysvétlujici proménné, u kterych zamitneme hypotézu nulového efektu.

Dle [Komarek (2021]), Theorem 16.3

Y_XAOLS 2 )
s2_ |l B3 S
n—p

Vyuzitim centralni limitni véty na jednotlivé slozky matice XX

== 1 S.7.
W, =-X'X25H W, n—- .
n

Po vzoru|Fu a Knight, (2000) budeme predpokléddat, ze matice W je pozitivné defi-
nitni. Z asymptotické normality odhadu metodou obyc¢ejnych nejmensich ¢tverct
spolecné s delta metodou a Cramérovou—Slutského vétou

ITBOLS _TgBY) .
VlE]Rp,l#Op:\/ﬁ( b — ’B)im/(o,l), n — 00. (1.15)
[T (a2W-1)l
Asymptotického rozdéleni (1.15) 1ze vyuzit k testu nulové hypotézy Hy : 35 = 0
vici alternativé Hy : 87 # 0. Nulovou hypotézu zamitame v pifpadé

B

A/ 5-2/1/}\‘77 J
kde 0, ; = ([X"X]™1);;, @' (1—a/2) je 1 —a/2 kvantil normovaného norméalnfho
rozdéleni N (0, 1) a « je zvolend hladina testu, typicky o = 0,05.

Casto je vhodné testovat signifikanci vice regresnich koeficienttt nardz. Uva-
zujme predem zvoleny par model-podmodel My C M. K testovani hypotézy
Hy:Vje (M~ My): BJMI =0 (podmodel M neobsahuje signifikantné méné
informace, nez model M) vidi alternativé Hy : 35 € (M1~ M) : B]Ml # 0 (mo-
del M; obsahuje signifikantni informaci, kterou podmodel M neobsahuje) se
pouziva testova statistika

o ||Y - XMoﬂ/(\)/ll(l)SH% - HY - XMl:B/(\)/ﬁSH%

> (I)_l(l - OZ/Q),

Famo, my = — , 1.16
o (p/\/h _p/\/lo)o-g\/ll ( )
kde pp = M| a .

M n—pm

je nestranny konzistentni odhad rezidualniho rozptylu 03\41 v modelu M;. Za
platnosti nulové hypotézy Hp ma dle Komarek (2021]), Theorem 16.4, testova
statistika Fiu, a1, asymptoticky x? rozdéleni o pa, — pag, stupnich volnosti

F 2\l n — oo
Mo, M1 Xle—pM()? .

Za predpokladu platnosti nulové hypotézy a normalniho linearniho regresniho
modelu ma testova statistika Fay, aq, rozdéleni F' o p; — po a n — p stupnich
volnosti (Komarek| (2021)), Theorem 8.1).
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1.3.3 Riziko odhadu a stredni ¢tvercova chyba

Necht Z,,..., Z,, je ndhodny vybér z p-rozmérného rozdéleni s distribuc¢ni
funkei F; Z<zi 0), kterd zavisi na nezndmém parametru @ € ©® C R?, g € IN. Pro
odhad 8 = 6(Z,, ..., Z,) parametru 6 definujeme rizikovou funkci odhadu

R(0, 8) = Eo(L(6, 6)) = L(6, 0)dFy(z, ..., 2.;0),

/{(zl,...,zn):zieRP,izl,...,n}
kde [Eg znaci sttedni hodnotu vzhledem k rozdéleni pozorovanych dat se sdruzenou
distribuéni funkei Fy(z1, ..., za; 0) a L(0, 0) : © x R? — R je zvolena ztritovd
funkce. Rizikova funkce se pouziva jako mira kvality odhadu. Asi nejpopularnéjsi
rizikovou funkci je stredni ctvercovd chyba odhadu

MSE(6, 6) = Fq|[6 — 8]|5 = ([|0]|3 — 26 "Eq8 + Fo|0]3) + I Eb]5 — | Eb]3
= (16115 — 26 "Eqb + | E4613) + Eo| 1615 — | Eob]3
= [IE¢(6 — 0) |15 + Eql|01I3 — | E0] 3
= ||Bias(8, 0)|)2 + tr(Vare(8)),
kde R R
Bias(0, ) = Eq(6 — 0)
je vychyleni odhadu 0 pri dané hodnoté parametru 6 a

o~

r(Varg (0 Zvam@ Z (Eob;)?] = Eg||6]|2 — || E60)2.

7=1

Stedni ¢tvercové chyba odhadu podminéné stiedni hodnoty E[Y |X] = X8
v linedrnim regresnim modelu je tzce svazana s presnosti predikce, napriklad
stfedni hodnotu tréninkové chyby lze (aZ na konstantu n™') vyjadiit jako

E|lY - XB|; = o* + MSE(XB, XB).

Véta 1.6 (Gaussova—Markovova). Predpokladejme platnost linedrniho regresniho
modelu a plnou sloupcovou hodnosti matice modelu. Odhad metodou obycejnych
nejmensich ctverci dosahuje nejnizsi stredni ctvercové chyby podminéne pozoro-
vanymi daty, mezi vsemi nestrannyms linedrnimi odhady. Tedy

BOLS — argmin Eg (|8 — Bl X) = argmin MSE(B, 8| X),
3 B

kde B je nestranny linedrni odhad B. Stredni ctvercovd chyba tohoto odhadu je
rovna

MSE(B°%, B X) = tr(Var(8°F"| X)) = ij;
j=1"J

kde d; > 0,5 =1,..., p jsou vlastni cisla matice XTX.

7 Véty plyne, Ze libovolny linearni odhad vektoru regresnich koeficient,
jehoz podminéna stredni ¢tvercova chyba je nizsi, nez podminéna stredni c¢tver-
cova chyba odhadu metodou obycejnych nejmensich ¢tvercti, musi byt vychyleny.
Je-li mozné dosdhnout velké redukce stiedni ¢tvercové chyby za cenu malého vy-
chyleni, je na misté vyuziti vychyleného odhadu. Argumentem k této ivaze muze
byt i citat Geogre E. P. Boxe , Vsechny modely jsou chybné, ale nékteré jsou
uzitecné*. Tedy i odhad BOLS lze povazovat za vychyleny a jiny, vice vychyleny
odhad s mensi stfedni ¢tvercovou chybou, lze povazovat za vice uzitecny.
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1.4 Regularizace

V nasledujicim se budeme zabyvat vyhodnocenim efektu vysvétlujicich pro-
ménnych na podminénou stiedni hodnotu odezvy E[Y | X]| v ridkém linedrnim
regresnim modelu. Ridky linearni regresni model je linedrni regresni model, ve kte-
rém je pocet parametru p vysoky, ale pocet nenulovych parametra ps = ||8*||o je
nizky. V dusledku vysokého poctu parametrii p hrozi rank X < n < p, pricemz
by pro § = {j : 8; # 0} stdle mohlo platit rank Xs = ps < n. Dle odhad
vektoru regresnich koeficient®t metodou obycejnych nejmensich ¢tvercu neni v pri-
padé n < p jednoznaény a navic pro alespon jedno j € {1,..., p} existuji odhady
BJ-OLS >0a B?LS < 0, coz znemoznuje interpretaci tohoto odhadu. I v pripadé,
kdy matice modelu méa plnou sloupcovou hodnost, nemusi byt odhad metodou
obycejnych nejmensich ¢tverct tim nejvhodnéjsim, nebot zejména jsou-li si hod-
noty p a n blizké, muze dochazet k pretrénovani nebo multikolinearitéﬂ. Vyse
zminéné problémy lze Tesit pomoci reqularizace.

Regularizaci se v nasem kontextu mini zavedeni restrikci na parametr 8 v pro-
blému (L.7)), které vedou k ,ztlumenym odhadiim® Slozky regularizovaného od-
hadu jsou obvykle mensi v absolutni hodnoté a obvykle maji mensi rozptyl, nez
slozky odhadu metodou obycejnych nejmensich ¢tverci. Zavedené restrikce lze
formulovat ve vdzané formeé jako dodateéné podminky na mnozinu pripustnych
resent

. 2
gel}}}}HY_XBsz s.t. B eC, (1.18)

kde mnozina C C RP je typicky konvexni, nebo v penalizované forme, pri¢tenim
typicky konvexni penalizacni funkce g : RP — R k ucelové funkci

win [ = %8/ + 9(8). (1.19)

Na penalizacni funkci g 1ze nahlizet jako na funkci, kterd kvantifikuje preferenci
urc¢ité hypotézy oproti jinym hypotézam. Pro tidké regresni modely je preferova-
nou hypotézou ||B*||o < h(\) < p, kde h: [0, 00) = {p—1,p—2,..., 1,0} je
nerostouci funkce a A > 0 volime.

Priklad (Regularizované odhady). Vazana forma, k € IN, ¢t > 0,

1. én%% Y —XB|2 s.t. ||B]lo <k, (vibér podmnoziny)
€
. _ 2 <
2. érel}PgHY XB5 s.t. |81 <t (lasso)

3. gglg}) Y —XB|2 s.t. ||B]2 < t. (hfebenové regrese)

Penalizovana forma, A > 0 se nazyva regularizacni parametr

A BSubset(}\) € argmin %HY — X812+ AIBllos (vybér podmnoziny)
BERP

5. BLesso()\) € argmin sIY = XBII5 + AlIB|L, (lasso)
BERP

6. BTidse()) € argmin Y — X8B3+ |83 (hfebenova regrese)
BERP

'Multikolinearita je jev, kdy jsou sloupce matice modelu téméi linedrné zavislé.
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V této praci se budeme primarné vénovat problému lasso v penalizované formé.
Pro prehlednost budeme prilezitostné vynechavat A v argumentu odhadu B (N
a tento princip budeme vyuzivat i u jinych veli¢in. Regularizacni parametr \ je
bézné vybiran expertné, nebo jako argument minima zvoleného kritéria. Casto se
naptiklad voli A\, které minimalizuje chybu krizové validace.

Poznamka. Rozsitenim tidkych linearnich regresnich modelt jsou modely, ve kte-
rych je pocet parametri p vysoky, ale pocet regresnich koeficientl, které pro
zvolenou hodnotu e > 0 spliuji 8| > € je nizky. Za relevantni vysvétlugici pro-
ménné jsou poté povazovany vysvétlujici proménné {X; : |37 > €}. Nekteré
regularizované odhady, naptiklad vybér podmnoziny, odhadnou uré¢ité mnozstvi
regresnich koeficientu jako nulové. MnoZinu aktivnich sloZek odhadu {j : Bj #0}
lze poté povazovat za odhad mnoziny relevantnich vysvétlujicich proménnych.
Jaké proménné jsou povazovany za relevantni zavisi u vybéru podmnoziny na
volbé regularizacniho parametru A. Pfi odhadu mnoziny relevantnich vysvétluji-
cich proménnych lze vychyleni odhadu irelevantnich regresnich koeficient sme-
rem k nule povazovat za zadouci vlastnost.

Vybér podmnoziny se z vyse zminénych metod muze jevit jako nejlepsi, ne-
bot provadi odhad mnoziny relevantnich vysvétlujicich proménnych a v modelu,
ktery obsahuje pouze vybrané vysvétlujici proménné produkuje nestranné od-
hady. Praktické vyuziti této metody je ale limitovano, nebot se jedna o problém
celo¢iselného programovani, ktery je vypocetné narocny. Lasso a hiebenova re-
grese jsou problémy konvexniho programovéani a jsou snadno fesitelné. Brzy navic
ukazeme, ze i metoda lasso provadi odhad mnoziny relevantnich vysvétlujicich
proménnych. Hiebenova regrese neprovadi odhad mnoziny relevantnich vysvét-
lujicich proménnych a nejedna se o vhodnou metodu pro fidké regresni modely.
Diky konvexité je u metod lasso a hiebenova regrese splnéna silnd dualita a pro
kazdé X z penalizované formy existuje ¢t z vazané formy takové, ze problémy ve
vazané a penalizované formé maji stejné reseni. Pro vybér podmnoziny vazana
a penalizovand forma nejsou ekvivalentni. V ptfipadé ortogonélni matice modelu

. R R R o BorLs
6 u set()\> — Hm(ﬂOLS), ﬂLasso(/\) — S}\(IBOLS)7 ﬂRnge()\) — T 2)\’

kde Hy(x) = x©l[|x| > A] a S\(x) = sign(x) ® (|x| — )+ (soucin ® a aplikované
funkce minény po slozkéch) jsou tvrdd a mékkd prahovd funkce a x = max{0, z}.

0

|
Lasso

0

|

Vybér podmnoziny
Hrebenova regrese
0
|

oLs oLs oLs
(a) Vybér podmnoziny (b) Metoda lasso (c) Hfebenové regrese
Obréazek 1.2: Odhady regresniho koeficientu v pripadé ortogonalni matice modelu metodami
vybér podmnoziny, lasso a hiebenova regrese s volbou regularizacniho parametru A = 1, jako
funkce odhadu metodou obycejnych nejmensich étvercia (OLS).
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Prahovani slouzi k vybéru relevantnich vysvétlujicich proménnych a idealné
vede ke konzistentnimu odhadu mnoéiny aktivnich slozek vektoru regresnich ko-
eficientt S = Supp(8*) = {j : 8; # 0}. U odhadi BLasso g BRidge q4le dochdzi
k smrstemﬂ tedy vychyleni odhadu smérem k nule. Prahovani i smrsténi maji
vést k redukci Varlablhtyﬂ odhadu za cenu vyssitho vychyleni. Z metod vybér
podmnoziny, lasso a hfebenova regrese existuje obecné feseni v uzavieném tvaru
pouze pro hiebenovou regresi

Blidse(\) = (XX 4 2AL) XY (1.20)

Vyhodou vyse zminénych regularizovanych odhadi je, Ze na rozdil od metody
obycejnych nejmensich ¢tvercti nevyzaduji k jednoznac¢nosti feseni plnou sloupco-
vou hodnost matice modelu. U hiebenové regrese pricteni penalizac¢ni funkce vede
k ,regularizaci® invertované matice v . U vybéru podmnoziny a metody lasso
dochazi k ,regularizaci® diky prahovani, které vede k vybéru mnoziny aktivnich
slozek odhadu A(X) = Supp(ﬁ (A)) tak, aby matice X 4() méla plnou sloupcovou
hodnost. V pripadé spojitych centrovanych vysvétlujicich proménnych je ovSem
déle nutné |A(N)| < n — 1, coz nemusi byt splnéno pro vsechna A € [0, co).
Priklad (Kompromis mezi rozptylem a vychylenim). Ozna¢me d;, j = 1,..., p,
vlastni ¢isla matice X X. Za pfedpokladu plné sloupcové hodnosti matice modelu

p p

1 N
tr(Var(8%49¢ | X)) = o <02y — = tr(Var(B949 | X))
Jz:; d; + 2)\) Jz::l d;

a
IBias(8%%; B1X)5 = 4N*||(XTX + 2AL,) ' B3 > 0 = ||Bias(8°"%; B1X)]5.

S rostoucim A variabilita odhadu hiebenovou regresi klesa a euklidovskd norma
vychyleni roste. Obecné tedy nelze Tici, zda nizsi podminéné (vzhledem k pozoro-
vanym vysvétlujicim proménnym X) stredni ¢tvercové chyby dosahuje odhad hie-
benovou regresi, ¢i odhad metodou obycejnych nejmensich ¢tvercii. Euklidovska
norma vychyleni ﬁRldg “(A) je rostouct funkei | 37| a odhady htebenovou regresi jsou

vzhledem k podminéné stredni ¢tvercové chybé MSE(B , B* | X) vhodné zejména
v ptipadé malych absolutnich hodnot slozek vektoru regresnich koeficientii 8*.

[ — w -
— OLS
< 4 —— Riddge <
w ™ ™ o -
o0
=
N ~N o ~
o ¥ o o
T T T T T T T T T T T T T T T T T T T T T T T T
0 1 2 3 4 5 6 7 0 1 2 3 4 5 6 7 0 1 2 3 4 5 6 7
A A A
(a) B* =(0,0,0,0,0)7 () B*=(1,1,1,1,0)" () B*=(2,1,1,1,0)7

Obrazek 1.3: Priklad stfedni ¢tvercové chyby odhadu metodou obycejnych nejmensich ¢tverct
a odhadu hrebenovou regresi jako funkce regulariza¢niho parametru A.

2 Anglicky: shrinkage

3 Asymptotickd skalovan stiedni ¢tvercova chyba libovolného odhadu miize piekonat dolni
Raovu-Cramérovu mez pouze na mnoziné Lebesguovy miry nula |Stoica a Ottersten| (1996)).
V pripadé ridkych modeli piekonavame Raovu-Cramérovu mez v 0, (ilustrace na obrézku.
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1.4.1 Vlastnosti zadouci pro odhady v ridkych modelech

Pro odhady v ridkych linedrnich regresnich modelech jsou zadouci nasledujici
vlastnosti (prvni t¥i uvedené vlastnosti prevzaty z Fan a Li (2001)), sekce 2).

1. Skoro-nestrannost — odhad je malo vychyleny, zejména pro velké absolutni
hodnoty 87, j=1,..., p.

2. Ridkost — o odhadu vektoru regresnich koeficientti fekneme, Ze je Fidky,
jestlize urcité mnoZstvi regresnich koeficienttt odhadne jako nulové. Rid-
kost je vhodna pro automaticky vybér relevantnich vysvétlujicich promén-
nych a nasledné snadnéjsi interpretaci odhadnutych koeficientti. Ziejmé je
vhodné, aby odhady v fidkém regresnim modelu byly ridké.

Pro fidkost odhadu jsme nalezli vice riznych definic, Leeb a Potscher| (2008)
fidkost odhadu definujf] jako

vVB* e RP: P (Supp(ﬁ) C Supp(ﬁ*)) — 1, n — oo. (1.21)

Nicméné jednim z hlavnich cili tidkych odhadt je identifikace mnoziny
aktivnich slozek vektoru regresnich koeficientti Supp(8*), v takovém pripadé

~ ~

je zaddouci Supp(B) = Supp(B*) nebo alespon Supp(8) 2 Supp(B8*).

3. Spojitost — vysledny odhad je spojity v pozorovanych datech X a Y. Spo-
jitost odhadu predchéazi nestabilnim odhadim, tedy odhadim, u kterych
mala zména v pozorovanych datech vede k velké zméné v odhadu.

4. Vypocetni nendrocnost — odhad lze vypocitat na zakladé algoritmu, ktery
nema vysokou asymptotickou slozitost.

5. Presnost — supremum rizika odhadu je blizké supremu rizika minimazového
odhadu. Minimaxovy odhad parametru @ € ® C R? je odhad 0 € © C ©,
pripadé, tedy R R

sup R(0, ™) = inf sup R(6, ).

0cO 0cO 0cO
V této praci se zabyvdme Euklidovskymi ztrdtovymi funkcemi ||3* — B2
a [|[X(B8* — B)||3/n a riziko je vypocitdno na zdkladé podminéné st¥edni
hodnoty Eg-[e | X].

Odhad metodou obycejnych nejmensich ¢tvercti je minimaxovym odhadem
v prostoru nestrannych linearnich odhada vzhledem k podminéné stiedni ¢tver-
cové chybé odhadu. Je spojity v pozorovanych datech a tucelova funkce je
konvexnﬂ v (B, ale neni Tidky a pro n < p neni jednoznacny. Z metod vybér
podmnoziny, lasso a hfebenova regrese ani jedna neprodukuje nestranné odhady.
Ridké odhady produkuji pro vhodnou volbu posloupnosti regulariza¢nich para-
metri pouze metody vybér podmnoziny a lasso. Spojité a vypocetné nenarocné
odhady produkuji pouze lasso a hiebenova regrese. Dle Raskutti a kol.| (2011) je
pro metodu lasso, za jistych restriktivnich predpoklad na matici modelu, mini-
mazovy 7dd konvergencd| (ps/n)log(p/ps) s kladnou pravdépodobnosti.

4Néazev sparsity-type condition v |Leeb a Pétscher, (2008).

5Konvexni problémy jsou bézné fesitelné v polynomidlnim éase, vypocéetni naroénost metody
obyéejnych nejmensich étverct je O(n?).

5Definici minimaxového fadu konvergence lze nalézt v Wasserman, sekce 3.
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Véstecka vlastnost odhadu

Pripomenme znaceni
S=Supp(B*) ={j€{l,....p}: 8] #0} aps =S|,
Odhad
Bgmcle _ (X;—XS)_IX;—Y _ BgLS7

B?gacle _ Op—p57
budeme nazyvat véstecky odhad vektoru regresnich koeficienti. Jedna se o odhad
metodou obycCejnych nejmensich ¢tverci za predpokladi znamé mnoziny aktiv-
nich slozek parametru 8* a ps < n—1. Véstecky odhad ma dvé zadouci vlastnosti,
které se nazyvaji véstecké vlastnosti odhadu (Fan a Li (2001), Theorem 2):
1. Odhad B asymptoticky presné identifikuje mnozinu aktivnich slozek vektoru
regresnich koeficienti

P (Supp(ﬁ) = Supp(ﬁ*)) — 1, n — oo. (1.22)

2. Pro aktivn{ slozky B* je asymptotické rozdéleni odhadu B normalni, s op-
timalnim asymptotickym rozptylem

Vi(Bs — B5) 2 Ny (0, F*(BE[Xs X)), n— .

Odhad ktery asymptoticky presné identifikuje mnozinu aktivnich slozek, je
ziejmé i Tidky a vlastnost je vice zadouci nez vlastnost . Ridkost
odhadu byvé propagovéna jako zadouci. V |Leeb a Potscher| (2008]), Theorem 2.1
ale dokazuji, ze libovolny odhad, ktery splnuje ma asymptoticky shora
neomezenou skalovanou stiredni ¢tvercovou chybu

sup B [n]|B, — B3] — 00, n— .
BERP
0 - = MLE —— Ridge —— lasso Hodges
o |
Lu ~
%)
£
c
0
o

n
Obrézek 1.4: Skdlovana stiedni étvercova chyba nE( — )2, n = 500, odhadu stiedni hodnoty
1 € R v modelu N (p, 1). Pouzity maximélné vérohodny odhad (MLE) X,, = L 3" | X, ana-
logie htebenové regrese (Ridge) X,/ s volbou regularizaéniho parametru A = 10/y/n, analogie

metody lasso (lasso) S(g/,1/2)(X1), kde S je mékkd prahovaci funkce a Hodgestiv odhad (Hod-
ges) H(y 1/ (X,), kde H je tvrda prahovaci funkee, ¢ili specialni analogie vybéru podmnoziny.
Kvili ,,riznému chovani odhad vzhledem k volbé regulariza¢niho parametru“ obrazek vyse ne-
porovnava kvality jednotlivych odhadt, ale pouze tvary skalované stiedni ¢tvercové chyby.
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2. Metoda lasso

Tato kapitola je vénovana metodé lasso z [Tibshirani (1996). V sekci je
odvozena existence, tvar a podminky pro jednoznac¢nost odhadu metodou lasso.
V sekei [2.2] je uveden algoritmus pro vypocet tohoto odhadu. V sekcich 2.1] a
cerpame z Tibshirani (2013]). Sekce je vénovana geometrickému a Bayesov-
skému pohledu na metodu lasso. V sekci[2.4] jsou uvedeny asymptotické vlastnosti
odhadu metodou lasso a Cerpame zde z Fu a Knight| (2000) a Zou| (2006).

2.1 Existence, tvar a jednoznacnost

V metodé lasso je v tloze nejmensich ¢tvercu (1.7]) aplikovana penalizacni
funkce A||B||l1, A > 0 na vektor 8. Brzy uvidime, pro¢ penalizacni funkce A|| S|
vede k produkci tidkych odhadi.

Definice 2.1 (Odhad metodou lasso). Necht n,p € N, A € R, A > 0, Y je
n-rozmerny vektor odezev a X je matice modelu typu n X p. Libovolné reseni

ulohy
1
min o [[Y = XBl; + A8l A=0. (2.1)

budeme znacit BL2*°(\) a nazjvat odhad metodou lass.

Existence Teseni tlohy ([2.1)) plyne ze standardni teorie konvexniho programo-

vani — pro A > 0 je tcelova funkce dlohy (2.1)) konvexni (lemma a|A.1.2))

a bez sméru neomezeného poklesu, nabyva tedy svého minima na RP. Nize uva-
dime lemma o Teseni tlohy (2.1) z [Tibshirani (2013). Ekvivalentni tvrzeni pro
vazanou formu lze rovnéz nalézt v Osborne a kol.| (2000al), Theorem 1.

Lemma 2.2 (Tibshirani (2013), Lemma 1). Pro libovolné Y € RP, X € R"*P
a A >0 md lasso ndsledujici vlastnosti:

1. Uloha ma bud pravé jedno reseni, nebo nespocetné mnoho resent.
2. Hodnota XBL“SSO()\) je pro vSechna reseni BL“SSO()\) stejnd.

3. Je-li A > 0, pak maji vSechna reseni shodnou (*-normu ||BL*5°(\)|;.

Ucelova funkce tlohy je konvexni, ale neni parcialné diferencovatelna
v bodé 0. Tvar feseni nalezneme pomoci lemmatu (subgradientni podminka
optimality), lemmatu (o subdiferencidlu diferencovatelné konvenxni funkce)
a lemmatu . Subdiferencial ucelové funkce tlohy v bodé B € RP je

0f(B; X, Y, A) = {-X" (Y —=XB) + As : s € || 8|1},

kde slozky vektoru s = (s1,..., s,)" € 0|31 spliuji
{1}, ﬁj > 0,
sied[-1,1], =0, j=1,...,p. (2.2)
{_1}7 Bj <0,

'Lasso je zkratkou z anglického least absolute shrinkage and selection operator.

18



Subgradientni podminka optimality pro tcelovou funkci tlohy (2.1) je tedy
X7 (Y —X8) = As(\),  s(\) € 0|8l (2.3)

Podminka . ) je splnéna pro odhad metodou lasso ﬁL‘“SO()\), nebot se jedna
o TeSenf tlohy (2.1)), které dle lemmatu [2.2) existuje. Na s(\) které spliluje sub-
gradientni podminku optimality 1.) Ize tedy nahliZet jako na funkci XBL‘“S"( ).
Hodnota XB8%()) je dle lemmatu [2.2 urcena jednoznacné, tedy i s(\) je uréeno

jednoznacné a z (12.2)), resp. (2.3)) pro aktivni slozky odhadu plyne
s;(A) = sign(B}***°(A), j € supp(B"**(N)),
resp. ~ ~
si(A) = Sign(XT(Y —Xpree(N),  j esupp(BPU(N). (24)
Z podminek (2.2)) a ) 1ze odvodit i tvar mnoziny aktivnich slozek odhadu

metodou lasso A( )= supp(ﬁL“ss"()\)) kterd je rovnéz uréena jednoznacné, nebot
je rovnéz funkei XBLa%5°()\), respektive s(\)

AN = 1X] (Y =X (\)[ = A} = {j : [s;(V)] =1} (2.5)
Mnozina A(\) byva téZ nazyvana ekvikorelacni mnozvmouﬂ, pravdépodobné nebof
za predpokladu studentizovanych vysvétlujicich proménnych plati pro j € A(\):

L|x] (Y —XBLes50(\))] je proporcionaln{ absolutni hodnoté kosinu tthlu mezi
ndhodnym vektorem X; a vektorem rezidui odhadu metodou lasso

(X (Y =XBree() X (Y = XBree(y)]
1G]l - 1Y = XBEesso(A)]l2 V= 1[Y = XBLasso())]5
Pro vysvétlujici proménné s nulovjfm V}'Ibérovym prumeérem ziejmé plati
X;=(X;—Xe;1,),kde X, ; = n izl X, ; je vybérovy prumeér nahod-
ného vybéru z j-té vysvétlujic promenne X;. Hodnotu p;(\) 1ze tedy pova-
zovat za analogii vybérového Pearsonova korelaéniho koeficientu mezi na-
hodnymi veli¢inami X; a Y, kde je odhad stfedni hodnoty Y, = =3 Y;
nahrazen odhadem podminéné stfedni hodnoty X355 \).

1pj(N)] ==

2. Hodnota |p;(A)| je pro vsechna j € A(\) stejna (plyne z (2.5)) a za pod-
minky ([2.3) maximalni mozna.

3. Vhodnéjsi termin ,,stejnoflhljﬂ‘ je jiz pouzit v [Efron a kol (2004) s mirné
odlisnym vyznamem.

Nyni odvodime tvar feseni odhadu metodou lasso. Z definice mnoziny ak-
tivnich slozek odhadu A(\) ziejmé plati f‘fj(s/\o) = 0_4(\ a pro aktivni slozky
odhadu BL“SSO(A) Ize feSeni podminky (2.3) vyjadrit jako

X[ (Y = XaBEEP ) = (0, JEAD),  (26)

cili

XA (Y XA ,BLG'SSO( ))Z)\SA(A)()\). (27)

2 Anglicky: equicorrelation set
3 Anglicky: equiangular
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Z plyne As4 € X} a tedy Asq = X[ (X})TAs4. K vypoctu Teseni sou-
stavy pouzijeme analogicky postup, jako byl pouzit v sekci Jelikoz
(XX ) (XX O)TXLY — Asq) = XY = AMX)Ts4) = XY — Asy4
vSechna Feseni soustavy (X} X4)B8 = XY — As4 lze charakterizovat vlastnostmi
BAS N €{(Xhn Y = MK Xam) Fsa0) (V) +7, 7 € Ker(Xa)}
&81gn(BL“SS°( )) =S40

Clen le( )\)Y = 59\6\% v ([2.8]) odpovida odhadu vektoru regresnich koeficient me-
todou obyéejn}'fch nejmenlch ¢tvercu s nejmensi euklidovskou normou v modelu
A(N). Clen A(XT 1 X)) T84 (A) je ,zmensovaci éle‘ Za predpokladu plné
sloupcové hodnostl matice X 4.5 je Feseni soustavy . 2.7) jednoznacné a tvaru

55(5?0 = (X Xaw) XY = Asam(V). (2.9)

Postacujici podminkou k plné sloupcové hodnosti matice X 4(5) je obecnd poloha
sloupcti matice modelu X v afinnim prostoru dimenze alespon |A())|. Uvddime
modifikaci definice obecné polohy sloupci matice z [Tibshirani (2013)).

Definice 2.3. Necht d, n,p € N, d < n, X = (X4,..., X,) € R™? je matice
a J3 € R™ je afinni prostor dimenze d. O matici X rekneme, Ze md sloupce
v obecné poloze v prostoru Jy, jestlize Xy, ..., X, € Jq a pro libovolné k € N,
k < min{d, p} Zddny k-dimenziondlni afinni podprostor J C J; neobsahuje vice
nez k+ 1 prokd mnoZiny {£X,,..., £X,}, aZ na protilehlé pdry.

(2.8)

Alternativné pro libovolnou volbu znamének oy, ..., o1 € {—1, 1} a libovol-
nou volbu indext {iy, ..., ixs1} € {1,..., p} plati

AH(UlXil, e O—k+1Xik+1 ﬂ {j:Xz ) 7é 1:1, e ik+1} = @ (210)

kde Af(X, ..., X)) = {X o Xt 05 € R, j = Jk+1 Y ey =1}
je afinni obal posloupnostz vektoru Xy, oo, X

Pozndamka. Necht n, p € N, n <pa (Xy,..., X,) = X € R je matice s cen-
trovanymi sloupci, tedy X = (I, — £1,1,)X. Sloupce matice X nemohou byt
v obecné poloze v prostoru R", nebot Im(X) C Im(I, — 11,1, ). Tedy existuje
afinni prostor J = Im(I,, — £1,1]) C R" dimenze k =n — 1 < min{n, p}, ktery
obsahuje p > k + 1 prvka mnoziny {£X,,..., £X,}. Sloupce matice X stale
mohou byt v obecné poloze v afinnfm prostoru Im(I, — £1,1).

Necht J; € R" je afinni prostor dimenze d < n a Xy,..., X, € J;. Drob-
nym rozsirenim [Tibshirani (2013), diskuze nad lemma 4, postacujici podmin-
kou pro skoro jisté obecnou polohu sloupci matice X v afinnim prostoru J; je
P([X4,..., X, € J4] = 1) a absolutni spojitost sdruzeného rozdéleni sloupcti ma-
tice X vzhledem k Lebesgueové mife v J7. V takovém pripadé pro k < min{d, p}

P(0p+oXkio € Aff(01 X4, ..., 031 Xip1) | X4, .., Xig) =0, (2.11)

nebot pro pevné dané X7, ..., X1 € Jy méd mnozina Aff(o1 X7, ..., 0p11Xki1)
v prostoru J; Lebesgueovu miru 0. Vyintegrovanim Xy, ..., Xy v poté
ziskavame 1 P(op 0 X0 € Aff(01X4,..., 0x11Xks1)) = 0. Sjednocenim pfres
vSechny (k + 2)-prvkové podmnoziny posloupnosti Xi,..., X, vSechny variace
k + 2 znamének (o1,...,0%42), 01,...,0612 € {—1, 1} a vSechna k < min{d, p}
ziskavame, ze jev ([2.10)) nastane skoro jiste.

4 Anglicky: shrinkage term
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2.2 Vypocetni algoritmus

Odhad BL“SSO()\), A € [0,00) lze vypocitat iterativnim feSenim subgradientni
podminky optimality pro A klesajici od oo do 0 (hodnota co je zde minéna
jako hodnota, kterd pro vstupni data Y, X, spliuje BL‘”SO(OO) = 0,). Algoritmus,
ktery iterativné resi , se nazyva modifikace algoritmu LARS pro lasso. Algo-
ritmus LARSE] i jeho modifikace pro lasso byly predstaveny v Efron a kol.| (2004)).
Modifikace algoritmu LARS pro lasso uvedena v |[Efron a kol.| (2004 predpo-
klada rank(X4) = |A|, coz nemusi vzdy platit. Uvddime proto algoritmus ,, The
LARS algorithm for the lasso path“ z Tibshirani (2013)), ktery funguje i v pii-
padé rank(X4) < | A|. NiZe je schématicky zapsany algoritmus a jeho podrobnéjsi
vysvétleni. Kompletni algoritmus je uveden v apendixu (Algoritmus [1)).

0. Inicializace proménnych:

o Pocitadlo iteraci k := 0.
o Pocatecni uzel \g := oc.
« Pocateéni mnozina aktivnich slozek odhadu A(\g) := 0.

« Pocatecni vektor aktivnich znamének odhadu s.4(xy)(Ao) = 0.

1. Dokud je Ay > 0:

« Vypodet feseni BLos50()\,) podle vzorce (2.12).

o Vypocet uzlu )\ﬁ?, prvniho vstupu nové slozky j € {1,..., p} N A(\)

do mnoziny aktivnich slozek odhadu vyuzitim vzorcu (2.15) a (2.16]).

leave

« Vypocet uzlu Ny, prvniho vystupu slozky j € A(A\;) z mnoziny
aktivnich slozek odhadu vyuzitim vzorcu (2.17) a (2.18).

vy L join  yleave
o Dalsi uzel A\py1 = max{ N7, N

o Aktualizace mnoziny aktivnich slozek A(M41) a aktivnich znamének
840 1) (Ak41) pomoci 1) v pipadé A\gy1 = N7, respektive pomoci
*2.20

v piipadé A\pp1 = AEoe.

o Aktualizace pocitadla iteraci k := k + 1.

Vysledkem algoritmu je spojita, po castech afinni funkce, kterd parametru
A piitadi hodnotu odhadu BL*°()\). Pocet iteraci algoritmu je shora omezen
konstantou (3” + 1)/2, nebot:

« Kazda dvojice mnoziny aktivnich slozek odhadu a aktivnich znamének od-
hadu (A, s4) se vyskytne nejvyse jednou (Osborne a kol. (2000b), Pro-
perty 1). Toto dava horni mez 3” pro pocet iteraci algoritmu.

» Vyskytne-li se béhem algoritmu dvojice (A, s4), nemize se jiz vyskytnout
dvojice (A, —s4) (Mairal a Yu (2012), Proposition 1). Toto snizuje horni
mez pro pocet iteraci algoritmu na (37 +1)/2.

« Navic pro nestandardizované vysveétlujici proménné ma Algoritmus [I| v nej-
horsim pfipadé prave (3P + 1)/2 iteraci (Mairal a Yu (2012)), Theorem 1).

SLARS je zkratkou z anglického ,least angle regression®, S znaéi ,stagewise“ a ,lasso*.
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Vypoéet FeSeni: Odhad metodou lasso BLasso()) je v pifpadé [A(N)] < rank(X)
dédn vztahem . Je-li |A(N)| > rank(X) neni BLesso()\) uréeno jednoznacné.
V Tibshirani £2013) z mnoziny feseni vybiraji feseni s nejmensi euklidovskou nor-
mou. Odhad B%*°()) je tedy dan vztahem

ﬁ%ifo()\) = X:Z(/\)Y - )\(X;(A)XA(A)VSA(A)()\%

B (N) = 0_ap.

Vypocet uzld a znamének: Béhem zmensovani A je tfeba dohlédnout na do-
drzeni subgradientni podminky optimality (2.3)):

(2.12)

X (Y = X BAES(N))] < A, A< A, § €AY, (2.13)
a
sign(B/*°(V) = s;(M), A< M, § € A, (2.14)

kde A°(\) = {1,..., p} N~ A(\). V pripadé poruseni (2.13) nebo (2.14)) je nutné
odhad (2.12) aktualizovat tak, aby znaménka aktualizovaného odhadu podminku

3|) splnovala.

Uvazujme k-tou iteraci Algoritmu 1| I Pro j-tou slozku, j € A%(\:), dojde ze
spojitosti A — ,BL“SSO( ) k prvnimu poruseni podminky (2.13) v pripadé

X (Y = XapBEES ) = £X, A<M j € A,
coz lze rozepsat jako
X (Y = Xy B + AX o)) Ts() = £, A< A, j € A% ().

Vyjadienim \ ziskavame uzel, ve kterém by j-ta slozka, j € A% (\y), vstoupila do
mnoziny aktivnich slozek odhadu
t]:oin e XT(Y X-A (Ak) E.A(I}\ )
J +1- X (XI‘( 1) Ts(A

5) } ﬂ [0, Aw), JE AC()\k). (2.15)

Prvni poruseni podminky (2.13)) nastane v

join join
N = max £ (2.16)

Ptislusny index a znaménko jsou

.join join join ALasso join
Jiaq = argmax 37", Sprt = 81gn(X]70m(Y XA BA(/\k)()\kH)))
JEAC (k) k1

Pro j-tou slozku, j € A(\g), dojde k prvnimu poruseni podminky (2.14)) v pripadé
(BIES) = M hpnoXao) Ts()); =0, A< A, j € AQw).

Vyjadrenim A\ ziskdvame uzel, ve kterém by j-ta slozka, j € A(\;), vystoupila
z mnoziny aktivnich slozek odhadu
(BRE)i (BRE)i
tleave — § i k) < Ael, J€eA).
(Koo XaowlTsOw); | (KhpgXaow]Ts(\));

(2.17)
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K prvnimu poruseni podminky ([2.14]) dojde u uzlu

leave leave
= cave, 2.1
Apil” = Tax (2.18)

Prislusny index a znaménko jsou

. leave leave . __
jk.+1 — al"%‘lg\a;(t y Sk+1 — Sj]lcilfe ()\k)
JE k

Tvar odhadu je treba aktualizovat v uzlu
Njp1 := max{ A" Neavey

V pifpadé \epq := M7 je

Aieir) = A) U G

aLasso <219>
s(Aer1) = sign(X o, ) (Y = XBLES (M)
V piipadé A1 = A€eve je
A A . leave ’
(k1) == A(Ar) N {Jk+1 (2.20)

$(Aet1) = Slgn(XA (Me+1) (Y Xﬁﬁa,s\io(kkﬂ)))

7 tvaru feseni (2.12) je ziejmé, ze funkce A\ — BLasso(\) je po Castech afinni.
Diikaz spojitosti odhadu 8%%**°()) je uveden v (Tibshirani (2013), Lemma 17).

Pozndamka. Poukazme na iterativni povahu feseni. Necht |A(\)| < rank(X) a po-
rovnejme rovnici (2.4)) pro znaménka odhadu metodou lasso se zptisobem vypoctu
znamének v algoritmu. Vyjadienim s4(x)(A\) z rovnice (2.4)) ziskavame

sa(N) = sign(XJ ) (Y — XBE=())))
Xy (Y = XunBAG3) + A oy Xaon (X Xam) ™ sap (M)

coz nepiisobi prilis uzitecné. Algoritmus pfi vypoctu znamének s, ,)(Art1)

v ([2.19) a (2.20) vyuziva odhad Bﬁ“ﬁi‘)’()\kﬂ) z predchozi iterace, tedy

S 40w (Mest) = sign(Xj, ) (Y = XBEES (Aeir))-

Toto je mozné diky spojitosti odhadu BLess v .

2.3 Geometricky a Bayesovsky pohled

Pro lepsi pochopenti riuznych konceptii je vhodné na tyto koncepty umét nazi-
rat z vice riznych uhla. Za cenu vyssich naroki na cas ziskavame fluidnéjsi mys-
leni v daném okruhu. Zde uvadime geometricky a Bayesovsky pohled na metodu
lasso. Zaclenéni téchto perspektiv neni novym konceptem, ale napady prezento-
vané v této c¢asti byly prevazné Vlastnﬂ

6V pozdé&jsi ¢asti praci jsme zjistili, Ze nize prezentované napady byly jiz difve publikovany.
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2.3.1 Geometricky pohled

Uvazujme lasso (2.1) ve vazané formé

argmin |[Y — X853, st Bl <t
BERP

Pro t > 0 dostatecné malé je feseni ve shodé s intuici, Ze se hyperelipsoid dotkne
¢1-koule na jednom z vrcholi (respektive hran, stén, atd.). Na prvnim grafu na
Obréazku je prvni slozka odhadu nulova. Na druhém grafu je jiz ¢t dostateéné
velké (odpovida dostatecné malému A v (2.1])) a obé slozky odhadu jsou nenulové.

¢ OLS
o — ™ —
AN — AN
& &

o — o -

I I [ [ [ I [ l I I I I I I

-4 -3 -2 -1 0 1 -4 -3 -2 -1 0 1

B4 B4

Obréazek 2.1: Lasso v R? ve vizané formé pro dvé riizné hodnoty parametru ¢ > 0. Cerny
kosoétverec vyznacuje hranici mnoziny piipustnych feseni ||3||; < t. Cerveny bod znaéi hodnotu
odhadu metodou oby¢cejnych nejmensich ¢tvercii. Modré elipsy odpovidajf riiznym vrstevnicim
funkce B — ||Y — XB|3 = (B — BOL9)T(XTX)(B — BOL). Cervené teckované polopiimky
znazoriuji zmensovaci ¢leny pro |A| = 2, tedy A(XTX)~1(1, 1) T, respektive A(XTX)~(-1, 1)T
a jsou na sebe kolmé. Fialova krivka odpovida cesté odhadu BL‘ISSO()\). Hodnoty reseni metodou
lasso pro konkrétni volbu ¢ odpovidaji bodim dotyku ¢erného kosoctverce a modré elipsy.

Priklad (Patologicky ptipad lasso v druhé dimenzi). Uvazujme data sestrojend na
zakladé (Mairal a Yu| (2012), Proposition 2 — Adversarial Strategy)

1,00 1 0,59
vo (19) 2= 3 02) oo
Dle (Mairal a Yu (2012)), Theorem 1) bude mit cesta odhadu metodou lasso pravé
(37 + 1)/2 uzli. Upozornéme ovSem, Ze data (2.21]) nejsou centrovand a sloupce
matice X nejsou studentizované. Metoda lasso funguje i pro necentrovana data,
ale je vhodné do modelu zahrnout absolutni ¢len. Zahrnuti absolutniho ¢lenu
do modelu vede k poruseni specialni struktury matice X sestrojené na zakladé
(Mairal a Yu|(2012), Proposition 2) a cesta odhadu metodou lasso jiz nemusi mit
maximalni mozny pocet uzla.
Pro necentrované vysvétlujici proménné neni pro aktivni slozky odhadu hod-
nota

A\ = ’XJT(Y _ XBLGSSO()‘>>’7 ] c Supp(BLasso()\))

proporcionélni analogii empirického Pearsonova korela¢niho koeficientu (zminéné
v sekei [2.1)) ndhodnych veli¢in X; a Y.
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Obrazek 2.2: Lasso v R? s maximalnim moznym poétem uzldl pro étyfi riizné, rostouci hodnoty
parametru ¢ > 0. Cerny kosoctverec vyznacuje hranici mnoziny pifpustnych feseni ||8]; < t.
Cerveny bod znaéi hodnotu odhadu metodou obycejnych nejmensich étverctl. Modré elipsy od-
povidaji vrstevnicim funkce B — ||Y — X3||2. Cervené teckované poloptimky znézoriuji zmen-
Sovaci ¢leny pro |A| = 2, tedy A(XTX)~1(1, 1) T, respektive A(XTX)"1(=1, 1)T, X € [0, 00).
Fialova kiivka odpovida cesté odhadu BL‘”SO()\). Hodnoty konkrétnich feseni metody lasso od-
povidaji bodim dotyku Cerného kosoctverce a modré elipsy.

o |
A OLS (X1, X,)
— lasso L
o | o LARS
S ¢ OLS
- — OLS-AX(X'X)"s o
© N
=
N
<>
<
o
N
A
o
S -
T T T T T T T
0,0 0,2 0,4 0,6 0,8 1,0 1,2 1,4
A
£

Obrazek 2.3: Vyrovnané hodnoty odhadu metodou lasso. Fialova ktivka odpovida grafu funkce
A = XBLesse()). Cervené body odpovidaji vyrovnanym hodnotdm odhadu metodou oby-
¢ejnych nejmensich ctverci v modelu, ktery obsahuje vysvétlujici proménné X, resp. Xo,
resp. (X7, X3). Modré polopiimky zndzornuji rozdil X B%LS — X m (XLXM)*lsM, kde
AX v (XL X)) tsaq odpovidd vyrovnané hodnoté zmensovaciho élenu metody lasso v modelu
M C {1, 2}. Zelené body odpovidaji vyrovnanym hodnotdm odhadii algoritmem LARS.
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Nenormované sloupce matice X v - maji vliv na geometrlckou interpretaci
cesty odhadu, konkrétné na ,.ekvikorela¢n{* vektor (Y — XBLess0) Pro X € [0, o)
je kosinus thlu mezi vektory X, a Y — X,BL‘ISS"( ) roven

XJ (¥ — 58 ()
1 X1z - [[Y = XBEesso(A)]|
a pro aktivni slozky odhadu plyne z (2.5))

A

| cos | = —~ . JEeAWN).
TIX e - 1Y = XBEesso(A)]|y

cos o =

Za piedpokladu normované odezvy je hodnota | Xl - [|[¥ — XBL5°())]|5 pro
vSechna j € {1,..., p} stejnd a specidlné absolutni hodnota |cosa;| je pro
viechna j € A()\) = supp(BL2%°(\)) stejna. V pifpadé riznych euklidovskych
norem sloupctt X; a X, je tato geometricka vlastnost porusena, nebot

Al y Al
1 X5z - (1Y = XBEesso(N)[l2 | Xl - [[Y — XBEesso(A) 2
Pro normované vysvétlujici proménné nelze v pripadé p = 2 sestrojit data,

pro kterd by cesta odhadu metodou lasso méla (3? + 1)/2 uzlii — matice X'X
symetrickd, se stejnymi prvky na hlavni diagonale

T — (XJX1 XJX2> '

| cos aj| = = | cos ay.

X, X, X)X,
Za predpokladu plné sloupcové hodnosti matice X je matice (X'X)™! rovnéz
symetrickd, se stejnymi prvky na hlavni diagonale
1 X, X, —X/'X,
T det(XTX) \-XJ X, XX, )

Symetrické matice se stejnymi prvky na hlavni diagonale maji v R? vzdy vlastni
vektory (1, 1)" a (1, —1)T

(6o ()=eenft) (o) ()=en() wren

Navic skoro jisté plati a = || X1||o]| Xa|l2 > | X Xa| =b, cillia+b>0,a—b>0
a smér vlastniho vektoru ziistane po aplikaci zobrazeni uré¢eného matici (XX)~!
stejny. Tedy v p¥ipadé normovanych dat je zmensovaci ¢len A\(X'X)1s ve sméru
s a vychdzi z B9LS. Déle napriklad pro s = (1,1)T je vektor s kolmy na stény
(1 koule, které lezi v prvnim a tfetim kvadrantu a rovnobézny se sténami, které
lezi v druhém a ¢tvrtém kvadrantu. Aktivni slozky feSeni tedy musi byt tvaru

BUty () = BQ(LX? A o Xa) ™ s /BA(A) AY(8.4(2))8.400)5

kde v(s4(n)) > 0 je vlastni ¢islo matice (X, A(/\)X )"t prislusici vlastnimu vek-
toru s 40x)(A). Cesta odhadu mé pro p = 2 v pfipadé normovanych sloupcii matice
X vzdy pravé tii uzly a mnozinu feseni metody lasso (2.1]) 1ze vyjadrit jako

(ot s ) 20}

Poznamka. V pozdéjsi casti praci jsme zjistili, Zze vyse odvozena vlastnost je uve-
dena v [Tibshirani (1996), sekce 2.3, druhy odstavec. Dale zminuji, ze pro p > 2
odhad metodou lasso jiz analogii této vlastnosti obecné nema.

(X'x)™
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2.3.2 Bayesovsky pohled

V [Tibshirani (1996), sekce 5, poukazuji na Bayesovskou interpretaci metody
lasso. Pfedpoklddejme norméaln{ linedrni regresnf model Y | X ~ N (X T3, o?), ve
kterém jsou slozky vektoru regresnich koeficientt 3;, j = 1,..., p, povazovany za
ndhodny vybér z centrovaného Laplaceova rozdéleni s parametrem skély 8 > 0. Na
parametr 6 lze nahlizet jako na apriorni presvédceni o nulovosti daného regresniho
koeficientu. Apriorni rozdéleni vektoru 8 ma hustotu

p

6
m(8; 0) = [ 5 exp {=015[}- (2.22)
j=1
Ozna¢me k~! = ¢2. Na parametr £ > 0 lze nahliZet jako na apriorni davéru
v pozorovana data. Aposteriorni hustota vektoru B je z Bayesovy véty tvaru

(o< znadi proporcionalitu)
FBIY, X v 0) o f(Y | B, X k71 -7 (B 0)
K
o exp {51 ~ B3 - 08 }.

Aposteriorni hustota nabyvd maxima v bodé BL*%(0/k). Regularizacni
parametr A v pojeti Bayesovské statistiky tedy odpovidd podilu A = 6/k. Na
obrazku nize je vykreslena aposteriorni hustota , az na normalizacni
konstantu, pro p = 1 a rtizné hodnoty parametru . Poukazme zde na pozorovani
z Fan a Li (2001) —k produkei fidkych spojitych odhadi je nutné, aby penalizacni
funkce (respektive apriorni rozdéleni 3) byla spojita a méla singularitu v pocatku.

(2.23)

0,15
1
0,12
1 1
0,08
| |

0,10
L
0,08
1

0,05
L
0,04
1
0,04
|

Aposteriorni hustota (nenormovana)
Aposteriorni hustota (nenormovana)
|
Aposteriorni hustota (nenormovana)

0,00
|
0,00
1
0,00
|

T T T T T T T T T T T T T T T T T T T T T
-5 -10 -05 00 05 10 15 -5 -10 -05 00 05 10 15 -5 -10 -05 00 05 10 15

p B p
(a) A =0,1 (b) A=1 () A=3
Obrézek 2.4: Aposteriorni hustota f(8]Y, X, A) o exp{—%||Y — XB|3 — A|B]1}, A = 0/x,
az na normalizaéni konstantu, p=1,n =10, Y'Y =436, XY = —2,23, XX = 8,31.

Parametry 6 a k jsou ve vySe specifikovaném bayesovském modelu pevné,
ale neznamé. Jako vhodné odhady se jevi odhad parametru Laplaceova rozdéleni
0 metodou maximélni vérohodnosti # = p/||B||; a odhad parametru normal-
niho rozdéleni o? metodou maximélni vérohodnosti 6% = ||Y — X3||3/n. Hod-
noty B jsou ale rovnéz nezndmé, ¢ili je tieba volit napifklad 8 = p/||B°%S||;
a 02 =|Y —XBOLS|2/(n — p), coz vede k odhadu parametru A

)\Bayes — p HY — }g@OLSH% ) (224)
n—p [|0— B9
Takovy odhad je ale mozny pouze pro n > p. Nevyhodou odhadu (2.24)) je, Ze neu-
moznuje kontrolovat pocet vysvétlujicich proménnych, které jsou odhadnuty jako
nenulové. Vyhodou odhadu je jeho vypocetni nenarocnost. V nasledujicim
piikladu porovname AZ%e s AV které minimalizuje chybu kifzové validace.
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Priklad (Volba regulariza¢niho parametru A). Necht n, p € N, n > p. Uvazujme
vektor regresnich koeficienti 8 € RP, jehoz podminéné rozdéleni je tvaru

Y(Bly) = H (853 0) + (1 —4)1[B; = 0]),

kde 7(B;; 6) je hustota centrovaneho Laplaceova rozdéleni s parametrem 6 > 0
avy; €{0,1}, j=1,..., p, jsou parametry modelu. Necht X € R™” je matice,
jejiz slozky tvori ndhodny vybér z rozdéleni N (0, 1). Oznaéme X = (X4,..., X,),
kde X;,7 =1,..., p, jsou studentizované sloupce matice X. Necht

p
ﬁ:ZXiyjﬁj+ei, & ~N(0,0%),i=1,...,n.
j=1
Oznatme Y = (I, — n~'1,17)Y. Pomoci simulace porovname odhad metodou
lasso BL“”O()\) s volbou regulariza¢niho parametru: A% vypocéteného z ,
AV které minimalizuje chybu kifzové validace a A°% = 0. Pro kazdou tro-
jici hodnot (p, n, o), p = 50, n € {p+ 1, p+ p/10, p + p/5, p + p/2, 2p, 4p},
o € 10,05, 0,25, 0,5, 1, 2}, byla 200-krdt vygenerovana data, vypocteny ABaves
a A" proveden odhad metodou lasso s danou volbou regulariza¢niho parame-
tru a vypodtena &tvercové chyba [|Bss°(X) — B*||2. Pro kazdou trojici (p, n, o)
byl vypocitan primér z nasimulovanych ¢tvercovych chyb. Vysledek simulace je
shrnut na obrazku [2.5] nize.

b 05 -

0,25 o -

T T T T T T T T T T T T T T T T T T
51 55 60 75 100 200 51 55 60 75 100 200 51 55 60 75 100 200

S hH A HONSO®
c
=3
o
T
b o hHLONSO®
G
=3
o
b &HABHLONEO®

Pocet pozorovani Pocet pozorovani Pocet pozorovani

(a) CV — Bayes, po = 45(90%) (b) CV — OLS, po = 45(90%) (c) Bayes — OLS, po = 45(90%)

14 F 1
[ - .
O l-

0,25 o
T T T T T T T T T T T T T T

51 55 60 75 100 200 51 55 60 75 100 200 51 55 60 75 100 200

0,05 4

S hH A HONSO®
c
=3
o
T
b o hAHLONSO®
G
=3
o

b &HABHLONEO®

Pocet pozorovani Pocet pozorovani Pocet pozorovani

(d) CV — Bayes, po = 25(50%) (e) CV — OLS, po = 25(50%) (f) Bayes — OLS, po = 25(50%)
Obrézek 2.5: Priiméry z nasimulovanych hodnot log(]|8e55°(A4) — B|12/[B'2s5°(AB) — B|2) s
volbou ABes pomoci vzorce , AV pomoci kifzové validace a A9ES = 0, pro rizné
hodnoty o € {0,05, 0,25, 0,5, 1,2} an € {p+ 1, p+ p/10, p + p/5, p + p/2, 2p, 4p}. Pocet
parametri p = 50. Prvni z dvojice odhadi A v popisku obrdzku dosahuje nizsi ¢tvercové chyby
| B12552(\) — B]|3 pro (n, o) s Gervenymi policky. Napiiklad dle obrézku vychézi 1épe volba
X =AY az na pifpad malého reziduilniho rozptylu o = 0,0025 a n > 55.

Volba parametru A pomoci kiizové validace vychézi nejlépe. Volba A\°FS ve
vétsiné pifpadil vede k lepsim odhadtim, nez A2%¢*. Piipady, kdy je tomu naopak,
prisuzujeme spise pritomnosti regularizace, nez konkrétni volbé \Bawves,
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Pozndmka. V pozdéjsi ¢asti praci jsme zjistili, ze v kontextu Bayesovského lasso
navrhuji v Park a Casellal (2008) odhad obdobny jako pocéate¢ni hodnotu
parametru A, kterd je v ¢lanku oznacena jako A, Pro lasso jakozto metodu
Bayesovské statistiky je v |[Park a Casellal (2008) zavedena hierarchie

2 2 -2 2 . 2 2
0%, iy, T~ Np(0p, 0°Dy), D, = diag(ry, ..., 7)),
B 1 ( p ) g(7i p) (2.25)
o* 11, 1 ~w(o?)do? H _A275/2d7]-2, o T, .., T >0,
a uzit algoritmus, ktery v k-té iteraci pro parametr A*=1) provede gibbsovo vzorko-

vdni (Robert a Casellal (1999), kapitola 9). K vypocétu parametru A*) je nésledné
pouzit Monte Carlo EM-algoritmus Levine a Casella| (2001) — Aposteriorni hus-
tota je v proménné A maximalizovana pro A¥ = (2p/¥0_ Eye-y[r? | Y])V/2,
stfedni hodnota Eyw-1)[77 | Y] je odhadnuta primérem z gibbsova vzorku.
Hierarchie vyuziva vysledku z Andrews a Mallows (1974) — Nédhodnou
veli¢inu s centrovanym Laplaceovym rozdélenim lze vyjadrit jako podil nezavis-
Iych ndhodnych veli¢in Z/V, kde Z m4 normované normélni rozdélen{ a (1/2)V?
méa exponencialni rozdéleni. Vektor regresnich koeficienti 8 ma tedy v modelu

(2.25) podminénou apriorni hustotu

f(Blo* A) = H

T o= AB;|/V o2} (2.26)

Dale dle Park a Casellal (2008)), budeme-li uvazovat hustotu o (aZ na normaliza¢ni
konstantu) m(0?) = 1/0% a misto (2.26)) predpokladat (2.22)), obdrzime sdruZené

aposteriorni rozdéleni tvaru

£B. 1Y X, 0) o (o) F exp {— IV —XBI3 - 0Bl | (227

Sdruzend aposteriorni hustota (2.27) miiZze byt bimodalni. Na obrazku nize
uvadime replikaci pfikladu z [Park a Casella (2008)), Appendix B.

-10

log(c?)

-12

14

-16

-1 0 1 2 3 4 5 6

B
Obrézek 2.6: Transformace log(f (8, 02|Y, X, 0) + 10~7) hustoty (2.27) sdruzeného aposteri-
orniho rozdéleni (B, 02 |Y, X, ), az na normalizaéni konstantu.
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2.4 Asymptotické vlastnosti

V této sekcei se zabyvame limitnim chovanim odhadu metodou lasso. Dilezitym
vysledkem uvedenym v této sekci je, ze odhad metodou lasso neni konzistentnim
odhadem mmnoziny aktivnich slozek vektoru regresnich koeficientt.

Pro rozsah vybérun € IN ozna¢me \,, > 0 prislusnou volbu regulariza¢niho pa-

rametru a {\, }new posloupnost regularizac¢nich parametri. Posloupnost {\,; }new
budeme v nasledujicich tvrzenich povazovat za nenahodnou. Nize uvadime speci-
alni verze tvrzeni z Fu a Knight| (2000) pro metodu lasso.
Poznamka. U metody lasso je béznou volbou regularizacniho parametru A, které
minimalizuje chybu kiiZzové validace. Posloupnost {\, },ew je v takovém pripadé
nadhodnd, nebot zavisi na ndhodnych datech. Analogie Véty [2.4] resp. Véty
plati i pro posloupnost ndhodnych veli¢in {\, },en, vyuzijeme-li véty o spojité
transformaci, resp. Cramérovy-Slutského véty a budeme-li navic predpokladat
An/1 T, Ao, . — 00, T€SP. A\, /\/ 10 L, Ao, n — 00, kde \g > 0 je konstanta. Neni
ale zfejmé, zda jsou tyto predpoklady splnény pro posloupnost regularizacnich
parametri {\, }nen, které minimalizuji chybu kifZové validace.

Véta 2.4 (Fu a Knight| (2000), Theorem 1). Necht lim, oo Ap/n = Ao > 0
a matice lim, .o n ' XX = W je requldrni, poté
BLesso(),) L, argmin(Z(9)),  n — oo,
pERP
kde
Z(¢) = (¢~ B") W(d — B) + ol
Véta 2.5 (Fu a Knight| (2000), Theorem 2). Necht lim,, oo A\n/y/n = Ao > 0
a matice lim,, .o n ' X'X = W je requldrni, poté
V(B0 (\,) — B*) 25 u* = argminV(u), n — oo,
u€RP

kde

V(u) = —2u'C +u Wu + ) i (sign(B)N[B; # OJu; + I[3] = 0]uy])

=
a C ~ N,y(0,, c*W).

Tvrzeni 2.6 (Zou| (2006), Proposition 1). Je-li lim,, oo A\n/v/1=Xg >0, ps < p
a matice lim, .o n ' X"X = W je requldrni, poté

lim sup P (supp(B~**°(\,)) = supp(8*)) < c < 1,
n—oo

kde c € [0, 1) je konstanta, jejiz hodnota zdvisi na skutecném modelu.

Pripomenme znaceni S = supp(8*) a ps = |S|. Bez Gjmy na obecnosti budeme
predpokladat 8* = (3;,...,B:,,0,...,0)". Oznacme

Wi Wi
W = ,
<W21 W22>

kde Wy; € RPs*Ps. Nyni uvedeme dikaz Tvrzeni z |Zou (2006). Dukaz tvr-
zeni [2.6] jsme si vybrali, nebot pracuje se slozité vyhlizejicim rozdélenim nahodné
veli¢iny u* z Véty
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Diikaz. Zirejmé R R
supp(B8) =S =Vj ¢ S: ;=0
a tedy R R
P(supp(8) = S) < P(Vnf_s = 0p_ps)-
Z Véty vyuzitim véty o spojité transformaci, plyne \/ﬁ,éf%sso r%)o u* g. Z vety
Portmanteauovy

ALasso D * : aLasso *
ViBlEe — uls = lim sup P(vnBrs® =0, ,5) < P(u*s =0, ,,). (2.28)

—00
Nyni staci volit ¢ = P(u* g = 0,_,,) a dokdzat P(u* ¢ =0,_,,) < 1.
Je-li \g = 0, plati a‘g—(”) = —2C + 2Wu. Z konvexity funkce V(u) tedy

u
u* =W 1'C ~ N, (0,, c>W1).
Rozdéleni u* g ~ Ny ps(0, s, 02W5,') je spojité, ¢ili P(u* g =0, ,5) =0 < 1.
Je-li \p > 0, odvodime pravdépodobnost P(u* g = 0,_,,) aplikaci subgradi-
entni podminky optimality ((1.8) na tcelovou funkci V:

P olu*
0, € —2C +2Wu" + A Y |sign(B)I[5; # 0] - e; + 1[5} = 0] guil ce;| . (2.29)
j=1 J
Pro j € S (tedy 85 # 0) a u} € R je podminka (2.29) tvaru
0= —20]‘ + Q(W’U,*)j + )\Osign(ﬁ;), j €S. (230)
Pro j ¢ S (tedy 8; = 0) a u} = 0 je podminka (2.29) tvaru

Necht u* ¢ = 0,_,,, splnéni podminky (2.29)) je poté ekvivalentni se splnénim
(2.30) a (2.31). Podminka (2.30)) je zfejmé ekvivalentni podmince

Op = —QCS -+ QWH’U/‘*S + )\osign(ﬁg) (232)
a podminka ([2.31)) je ekvivalentni s
)\0 Z | — QC_S + 2W21’U,g|7 (233)

kde nerovnost je minéna pro kazdou slozku pravé strany. Vyjadrenim us v ([2.32))
a dosazenim do ([2.33) ziskavame

A > |—2C s+ W21W1_11(2CS — Aosign(Bs))|-
Ziejmé
—2C_s ~ Nyops (0pps, 40° W),
tedy
Wor Wi (2Cs — Aosign(B5)) ~ Np-ps (=AW Wi'sign(B5), o°Wo W' Wy, )

0<c=P(\ > |—2C s + Wy W' (2Cs — Aosign(85))|) < 1.
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Poznamka. V Zou (2006)), Appendix — Proof of Proposition 1, maji na levé strané
implikace (2.28)) v dolnim indexu S (respektive v jejich znaceni A, na prvnim
radku strany 1426), vérime, ze jde o prepis.

Znaceni (Landauova notace). Pro posloupnosti redlnych ¢isel {\, }new a {7 fnen
zavadime nasledujici znaceni

1. )\n = O(Tn) znaci lirnnaoo ’)‘n’/’rn‘ = O’
2. M = 0frn) 70l Ty s Dol /Il =0,
3. >\n = W(T’n) znaci limn—mo |)\n|/|7"n| = Q.

Dle [Fu a Knight| (2000)) z vét aplyne7 7e konzistence odhadu BLasso(),)
zavisi na rychlosti ristu posloupnosti \,,. Z véty plyne, ze pro A\, = O(n) je
odhad metodou lasso konzistentni, ale vektor regresnich koeficienti 8* je odha-
dem BL‘“SO(AH) identifikovan pouze v pripadé A, = o(n). Z véty plyne, ze
pro y/n-konzistenci odhadu je nutné A\, = O(y/n). Za predpokladu A\, = O(y/n)
ale dle Zou| (2006)) z tvrzeni plyne, Ze mnozina aktivnich slozek odhadu je s
kladnou pravdépodobnosti rizna od mnoziny aktivnich slozek vektoru regresnich
koeficientti. Dle [Fu a Knight| (2000)) je k ,,zajimavému® asymptotickému rozdéleni
odhadu metodou lasso potfeba, aby posloupnost A, nerostla az prilis pomalu.
Je-li A, = o(y/n) pak z Véty [2.5|je limitni rozdéleni odhadu metodou lasso tvaru
u* = WIC ~ N,(0,, c*W™1), coz je i limitnim rozdélenim odhadu metodou
obycejnych nejmensich ¢tverct.

Odhad mnoziny aktivnich slozek metodou lasso v ptipadé A, = O(y/n) neni
konzistentni. V |Zou (2006) se proto zabyvali otdazkou, zda lze konzistence od-
hadu mnoziny aktivnich slozek metodou lasso docilit v pripadech (1) A, = w(n);
(2) limy, 00 An/n = Ao, 0 < Ao < 00; nebo (3) A, = o(n) & A\, = w(y/n). Ukazuje
se, Ze ani to nen{ mozné. Véta 2.8 udava nutnou podminku pro konzistenci odhadu
mnoziny aktivnich slozek metodou lasso. Diive jesté uvadime lemma o asympto-

tickém rozdéleni odhadu BLes50()\,) v piipadé (3) A, = o(n) & Ap = w(y/n).

Lemma 2.7 (Zou (2006), Lemma 3). Za predpokladu lim,, ., A\,//n = 00 a zd-
roven lim, .o, A\,/n = 0 plati

):(BL“SSO()W) - B%) 2, argminf/(u), n — 0o,
u€RP
kde »
V() = Wu+ > (usign(8)I[3; # 0] + u,|1[3; = 0]) .

=1

Véta 2.8 (Zou| (2006), Theorem 1). Necht lim,_,o P(supp(B8Les0) = 8§) = 1,
poté existuje vektor znamének s = (s1,...,8p5)", 8; € {—1, 1} takovy, Ze

W Wi's| <1, (2.34)
kde nerovnost je minena pro kazZdou slozZku levé strany.

V [Zoul (2006) déle dokazuji, ze podminka ([2.34]) je netrivialni. Ackoli odhad
metodou lasso nema véstecké vlastnosti, modifikaci icelové funkce (2.1)) 1ze ziskat
odhad, ktery véstecké vlastnosti ma.

32



3. Adaptivni lasso

Odhad metodou lasso dle Tvrzeni s kladnou pravdépodobnosti neidenti-
fikuje mnozinu aktivnich slozek vektoru regresnich koeficienti §. Existuji ovsem
metody, pomoci kterych jiz mnozinu S 1ze (asymptoticky) identifikovat. Mezi tyto
metody patii adaptivni lasso | Zou| (2006)), SCAD Fan a Li| (2001) a nezdpornd ga-
rota Breiman (1995). V této kapitole se zabyvame metodou adaptivni lasso.

Nezaporna garota
Adaptivni lasso
SCAD
0
]

oLSs oLSs oLS
(a) Nezdporné garota (b) Adaptivni lasso, v = 2 (c) SCAD
Obrézek 3.1: Odhady metodami nezéaporna garota, adaptivni lasso a SCAD, s volbou regulari-
zacniho parametru A = 1, v piipadé ortogonalni matice modelu, jako funkce odhadu metodou
obyc¢ejnych nejmensich ¢tverci (OLS). Poznamenejme, Ze v piipadé ortogondlni matice modelu
je nezaporna garota specialnim pripadem adaptivniho lasso s volbou parametru v = 1.

3.1 Existence, tvar a jednoznacnost

Metodu adaptivni lasso 1ze povazovat za zobecnéni metody lasso, kde je kaz-
dému z regresnich koeficientti 34, ..., 3, prifazena adaptivni vaha.

Definice 3.1 (Odhad metodou adaptivni lasso). Necht A >0, v >0, Y € R”
a X € R"™P. Necht B jeA\/ﬁ—konzistentm/ odhad vektoru regresnich koeficientu B*
aw = (1/|B1]",..., 1/|B,") je vektor adaptivnich vah. Resent tilohy

min f||Y XB|I5 + )\ijwj A > 0. (3.1)
BERP 2 =

budeme znacit BAL(/\; w) a nazyvat odhad metodou adaptivni lasso.

Subgradientni podminka optimality (1.8]) pro dlohu (3.1]) je tvaru

XY + X'XB = —\diag(w)s, s € 0|81, (3.2)
kde s € 9||8||1 je definovano jako v (2.2]). Podminku (3.2)) lze prepsat jako
X'X(diag(w)B) =X'Y —Xs, s e€d|f|, (3.3)

kde XT = diag(w ) 1XT Porovname-li se subgradientni podminkou opti-
mality pro lasso , je patrné, ze odhad metodou adaptivni lasso lze ziskat
transformaci odhadu metodou lasso jako B4L(\; @) = diag(w) ! B*Lassox()), kde

IB*Lasso*()\> € argmin §||Y — Xﬂ”% + AlB1-
BERP

Vlastnosti odhadu metodou adaptivni lasso jsou tedy analogické vlastnostem od-
hadu metodou lasso z kapitoly [2| ktery je pfendsobeny matici diag(w)~".
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3.2 Vypocetni algoritmus

Ozna¢me X = X diag(w)~!. Pomoci modifikace algoritmu LARS pro lasso
uvedeném v sekci vypocteme predpis pro po ¢astech afinni funkei

prlassox()\) = aigellggnﬂY —XBI3+ MBI, A=0.

Ze subgradientni podminky optimality (3.3) plyne, ze cesta odhadu metodou
adaptivni lasso je tvaru {(), diag(w)~!B*La55°% (X)) : A > 0}.

3.3 Geometricky a Bayesovsky pohled

V této sekci uvadime geometricky a Bayesovsky pohled na metodu adaptivni
lasso. V{se odvozeny vztah BAL (\; w) = diag(w) "t B*Leso*(\) znamena, e od-
had metodou adaptivni lasso je ekvivalentni odhadu metodou lasso B*Lessox()\),
vyjadfeném v soufadnicich baze diag(w). Z Bayesovského pohledu je odhad me-
todou adaptivni lasso analogicky odhadu metodou lasso s mirné komplexnéjsi
apriorni hustotou vektoru .

3.3.1 Geometricky pohled

Uvazujme nasledujici data a odhad metodou obycejnych nejmensich ¢tvercii
(2,00 _[—063 —084 ~ors  [—4.27

Y= (0,50) = ( 0,18 1,59) P ( 0,80) - B

Pro parametr adaptivniho lasso v = 2 ziskdvdme vektor vah w = (0,05, 1,55) .

Inverzn{ vahy jsou w—! = (18,23, 0,65). Na obrazku[3.2b|je cesta odhadu metodou

adaptivni lasso. Obrazek [3.2D] lze ziskat z obrazku transformaci soufadnic
B =B, i € {1, 2},

v ]
Al v |
S
0 N
° Ry
w7 B oo T
o
E o
0 i ¥ A
o I — I I T T T T T T
15 10 05 00 05 10 1,5 -4 2 0 2 4
0 o
(a) ming Y — X812 by ™ne Y —XBI3

st Bl <t. st. [|diag(w ") < t.
Obrazek 3.2: Na obrazku je zndzornéna cesta odhad metodou lasso pro transformovand data
X = Xdiag(w)~!. Na obrazku je cesta odhadu metodou adaptivni lasso, s volbou v = 2.
Cerveny bod znaéi hodnotu odhadu metodou obyéejnych nejmensich ¢tverctt pro pifslusna data.
Modré elipsy odpovidaji vrstevnicim ti¢elové funkce. Cervené teckované polopiimky znazoriiuji
zmensovaci ¢leny. Fialova krivka odpovida cesté odhadu. Hodnoty odhadu pro konkrétni volbu
t > 0 odpovidaji bodam dotyku cerného kosoctverce a modré elipsy.
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3.3.2 Bayesovsky pohled

Piedpokladejme normalni linedrni regresni model Y | X ~ N(X TS, k1),
ve kterém jsou slozky vektoru regresnich koeficientd §;, j = 1,..., p, nezdvislé
nédhodné veli¢iny z centrovaného Laplaceova rozdéleni s parametrem skély 6; > 0.
Oznacme 6 = (6, ...,0,). Apriorn{ hustota nahodného vektoru g je

0,
7 (B; 0) IngeXp{—ejWﬂ}-

Jj=1

Aposteriorni hustota je tvaru
1 K 2 L
FBIY, X, k7, 0) ccexp (=0 [V =XBIZ =3 0,[3 0. (35)
j=1
Hustota f(B|Y, X, k71, 0) nabyva maxima v bodé

M@mer XBIE+ Y615 (3.6)

J=1

Resenim (3.6)) je BAL( ~1, 0). Odhad parametru #; maximalizujici apriorni hus-
totu m(f3; 0) v argumentu 6; je f;, = 1/|8,]. Jelikoz hodnoty néhodného vektoru
B nepozorujeme, voli se 9 = 1/ ]BJ\ kde B je ndjaky v/n-konzistentni{ odhad
parametru 3, napriklad metodou nejmensich ¢tverci nebo hiebenovou regresi.

Obecnéjsi Bayesovsky pohled

Lasso i adaptivni lasso l1ze zaradit do sirsi tiidy Bayesovskych smésovych mo-
delii. Regresni koeficienty (i, ..., 3,, povazujeme za nezdvislé ndhodné veli¢iny
a regresni koeficient 3;, j € {1,..., p}, povazujeme za ndhodnou veli¢inu z cent-
rovaného Laplaceova rozdéleni s parametrem skdly §; > 0. Pfedpokladejme nyni,
ze 0; je nahodna veli¢ina s distribu¢ni funkei W(#), ¢ili marginalni rozdéleni na-
hodné veli¢iny 3, je tvaru

w(8)) = [ 7(5;16,)a9(6;).

Metoda lasso odpovidd volbé W (6) = I[# < #*], kde 8* > 0 je zvolend hodnota.
Metoda adaptivni lasso v nasi zjednodusené hierarchii odpovida volbé v(6;) o 1,
tedy Ze 04, ..., 8, jsou ndhodné veli¢iny ze spojitého neiformativniho rovnomeér-
ného rozdéleni na (—oo, 00). Vyhodou metod lasso a adaptivni lasso je, ze umoz-
nuji snadny prechod mezi Bayesovskou a frekventistickou formulaci.

V Bayesovské statistice je dalsim vhodnym modelem pro ridka data takzvané
spike-and-slab lasso Rockova a George, (2018) s apriornim rozdélenim

=

ﬂ | 7 = H BJ | /\ ( ’Yj)ﬂ(ﬁj | AO)]? Vi€ {0’ 1}7 (37>

kde \g volime velké, ¢ili hustota w(3; A) je ,Spicata“, A; volime malé, ¢ili hustota
7(5; A1) je ,placatd® a vi,..., v, je ndhodny vybér z alternativniho rozdéleni.
V nésledujici sekci uvadime asymptotické vlastnosti metody adaptivni lasso.
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3.4 Asymptotické vlastnosti

Dle Véty vhodnd volba posloupnosti regularizacnich parametru {An}nen
a adaptivnich vah w = (1/|61]", ..., 1/|5,|") vede k vésteckym vlastnostem od-
hadu metodou adaptivni lasso.

Véta 3.2 (Zou| (2006), Theorem 2). Necht A\, = o(y/n), lim,, 00 Ayn7™1/2 = o0,
matice lim, .o n ' X'X = W ]e requldrni, ,8 je \/_ konzistentni odhad vektoru re-
gresnich koeficientii, v > 0 a w = (1/|B1], ..., 1/|B,|7). Poté md odhad metodou
adaptivni lasso BAL()\n; w) véstecké vlastnosti, tedy:

1. Odhad asymptoticky presné identifikuje mnoZinu aktivnich sloZek vektoru
regresnich koeficienti: lim,, ., P(supp(B4E) = supp(B*)) = 1.

2. Odhad BAL je asymptoticky normdini: /n(BAL — BE) 7%0 N5 (0, o?Wii).

Pro j € supp(B*) vede predpoklad A, = o(y/n) spolecné s konzistenci B (kon-
zistence B je disledkem \/n-konzistence B) k asymptotické normalité odhadu
metodou adaptivni lasso. Tento vysledek je analogii vysledku z Véty 2.5 Pro
piesny odhad regresnich koeficienti 37, j ¢ supp(8*), je k predpokladiim Vety

pridat predpoklady lim,_,ec Apn'? 1)/ 2 = 00 a y/n-konzistence odhadu ,8, které
zajistuji, ze prislusny penalizacni ¢len adaptlvnlho lasso \,w; = A,/ BJP bude
divergovat do nekonefna pro n — oo. Predpoklad existence y/n-konzistentniho
odhadu ,@ vektoru regresnich koeficientt neni v porovnani s predpoklady metody
lasso silny, nebot z [Fu a Knight| (2000)), Theorem 2, plyne, Ze /n-konzistentni
odhad vektoru regresnich koeficient1 1ze ziskat hfebenovou regresi, s volbou po-
sloupnosti regularizacnich parametri v, = O(y/n - 1.20) je odhad hiebenovou
regresi (pro vhodné v, > 0) jednoznacné deﬁnovan pro libovolné n € IN. Je
ovsem treba brat v potaz, ze vysledky Véty - jsou asymptotické a zejména pro
maly pocet pozorovani nemusi byt volba vah @ = (1/|54], ..., 1/|5,|) spolehliva
a odhad metodou adaptivni lasso nemusi byt lepsi, nez odhad metodou lasso.

Na regularizované odhady neni vhodné aplikovat nam doposud znamé schéma
odhad—asymptotické vlastnosti—asymptotické intervaly spolehlivosti, ani nam
doposud znamy pristup k testovani podmodeli nebot:

a) Jak jsme ukézali v sekci regularizované odhady diky vychyleni nemusi
identifikovat predmét naseho zajmu, v nasem pripadé vektor regresnich ko-
eficientit BM, kde M C {1,..., p} je zvoleny model.

b) Asymptotické rozdéleni regularizovaného odhadu mize snadno vést k anti-
konzervativnim intervalovym odhadtm. Je-li naptiklad BAL = 0, prislusny
intervalovy odhad na zakladé asymptotického rozdéleni z Vety - je [0, 0],
piicemz P([0, 0] > 37) € {0, 1}.

c¢) Pripomenme znaceni A(\) mnoziny aktivnich slozek odhadu metodou lasso
a A\x > Agy1 > 0 uzla modifikace algoritmu LARS. Necht A(A;) € A(Mgt1).
Podmodel A(Ax) modelu A(Mg41) je zvolen v jistém smyslu optimalné a kla-
sicky F'-test na podmodel mtze vést k antikonzervativnim vysledktim.

V nasledujici kapitole proto uvedeme dvé metody statistické inference. Prvni
z uvedenych metod Tesi problém konstrukce intervalovych odhadi pro vektor
regresnich koeficienti 4. Druh4d z uvedenych metod je analogii F-testu pro
par modeli A(A\g) € A(Agy1)-
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Statisticka inference pro lasso

V uvodu této kapitoly popiseme problematiku statistické inference po vybéru
rystu Berk a kol (2013), Leeb a Potscher (2005) na zakladé mnoziny aktivnich
slozek tidkého odhadu. V sekci je uvedena metoda ke konstrukei intervalo-
vych odhadtt v normalnim linearnim regresnim modelu, jehoz vysvétlujici pro-
ménné byly vybrany na zakladé mnoziny aktivnich slozek odhadu metodou lasso
Lee a kol (2016). V sekei [4.3] je uveden kovarianéni test [Lockhart a kol (2014),
ktery testuje signifikanci slozky vstupujici do mnoziny aktivnich slozek odhadu
metodou lasso.

4.1 Statisticka inference po vybéru rysu

Metody produkujici fidké odhady lze vyuzit k vybéru rysii. Uvazujme metodu
produkujici fidké odhady v linearnim regresnim modelu. Ozna¢me A mnozinu
aktivnich slozek tohoto fidkého odhadu. Slozky neznamého vektoru regresnich
koeficienti 8* jsou odhadem identifikovany jako signifikantni v pripadé j € A
a identifikovany jako insignifikantni v ptipadé j ¢ A. Jevi se proto mozné provést
vybér modelu M, ktery bude pouzit k statistické analyze na zdkladé mnoziny
aktivnich slozek odhadu A, tedy k analyze volime odhadem identifikovany model
M = A. Tento pristup s sebou ale nese jisté problémy.

Klasicky pristup k testovani hypotéz predpoklada, ze jevy v nulové hypotéze
i alternativé byly predem pevné zvoleny, nezavisle na pozorovanych datech. Kla-
sicky pristup ke konstrukci intervalovych odhadi v linearni regresnim modelu
predpoklada, ze model byl predem pevné zvolen. Mnozina aktivnich slozek od-
hadu A je funkci ndhodnych vstupnich dat Y, X a je zvolena v jistém ohledu
optimalné. U nésledné inference v modelu M = A poté hrozi vyssi pravdépo-
dobnost chyby prvniho druhu, nez je predem stanovend hladina o € (0, 1). Tento
problém ilustrujeme piikladem z Lockhart a kol.| (2014)).

Priklad. Regrese postupnym krokem vpfedﬂ je iteracni algoritmus, ktery provadi
automaticky vybér ryst. Algoritmus zac¢ina s prazdnou mnozinou aktivnich slozek
A(0) := 0 a v jednotlivych krocich do mnoziny aktivnich slozek pridéva indexy,
které vedou k optimalizaci zvoleného kritéria. Necht pro k € {0,..., p — 1} je
v (k + 1)-nim kroku algoritmu do mnoziny aktivnich slozek A(k) pfidan index
slozky, ktera maximalizuje pokles rezidualniho souctu ¢tvercii a zaroven doposud
neni v A(k). Tedy A(k + 1) = A(k) U {j}, kde

j= argmax {HY X k),BOLSHQ 1Y — X4 k‘)U{]}IBOLSU{]}” }
J€{L,...,pINA(K)

a ﬂgﬁg = (X Xaw) XY je odhad vektoru regresnich koeficient meto-
dou oby¢ejnych nejmensich ¢tvercti v modelu A(k). Metoda v jednotlivych krocich
pridava index, ktery maximalizuje hodnotu ¢itatele testové statistiky F-testu pro
par modelit A(k) C A(k + 1). Testova statistika F ), ak+1) tedy bude mit ten-
denci nabyvat vyssich hodnot, nez za predpokladu predem pevné zvoleného paru
model-podmodel a vysledny test bude antikonzervativni, ¢ili pravdépodobnost
chyby prvniho druhu bude vyssi, nez predem stanovend hladina « € (0, 1).

! Anglicky: forward stepwise regression
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Jako mozné teseni vyse popsaného problému se jevi odvodit rozdéleni testové
statistiky podminéné vybranym modelem. Naptiklad v pripadé uvedeného pii-
kladu by k testovani podmodelti bylo vhodné podminit alespon nadhodnym jevem
{M = A(k + 1)}, dli pouzit testovou statistiku Fapy, s | M = A(k + 1). Ideu
podminéné statistické inference popiSeme na konstrukci intervali spolehlivosti.
Uvazujme regresni koeficient 3;, j € {1,..., p}, pro ktery chceme sestavit inter-
valovy odhad. Necht A je model zvoleny na zakladé ndhodnych vstupnich dat
a B4 je vektor regresnich koeficienttt v modelu A. Jestlize j ¢ A, poté regresni
koeficient ﬁ;‘l neni v modelu A definovan a nelze pro néj sestrojit intervalovy od-
had CJA. Cili ndhodny jev {C’;4 > ﬁ;“} neni dobie definovan a intervalové odhady
nelze konstruovat na zakladé kritéria

P(C/ 38N >1-a. (4.1)

Jev {C]A > ﬁ;“} je definovan pouze pro modely, pro které plati j € A. Dle
Berk a kol. (2013)), sekce 4.3, by tedy bylo tfeba kontrolovat pravdépodobnost
pokryti
P(C/2BtjeA) >1-a (4.2)
Jelikoz se statisticka inference provadi pouze na vysvétlujicich proménnych, které
jsou obsazeny ve zvoleném modelu A, méla by kontrola podminéné pravdépo-
QObnosti P(CA > B]j € A) byt dostatetna. Postacujici podminkou k (4.2)
je
VM e 2thPhyje M:P(CM 3 M| A=M) >1—q, (4.3)
kde 2117} je potenéni mnozina mnoziny {1,..., p}, nebot vyuzitim véty o tiplné
pravdépodobnosti na (4.2)) ziskavdme
P(C/2BMj€A) = yertinP(CM 2 B A= M) -P(A=M]|jeM).
M:jeM
Pro mnohonésobné porovnavani navrhuji v Berk a kol.| (2013)) kontrolu chyby
na trovni modelf?]

vYM € 2P FWER = P(BM ¢ CM, j € M) < a.

Dle Lee a kol .[(2016)) je pro modely s vysokym poc¢tem parametri p toto kritérium
prilis striktni a misto toho navrhuji kontrolovat falesnou miru pokrytzﬂ

{jeA: B¢ CAY
|A| ’

Postacujici podminkou pro (4.4]) je dle Lee a kol. (2016)), Lemma 2.1, podminka
(4.3), nebot vyuzitim (4.3) a véty o tiplné pravdépodobnosti ziskdvame

FCR =F A > 0] < a. (4.4)

P(gM ¢ CM A= M)

FCR = ZMez{l ..... p} Z . ]P(.A - M, ‘A’ > O)
[M[>0  jem ’M‘
M
SZM€2{1 ,,,,, p}ﬂ]P(A:M||A|>O):a
Ms0 M|

_ V nésledujici sekci odvodime pravdépodobnostni rozdéleni nahodné veliciny
(BT I M = A(N)), kde BK7 znaci odhad regresniho koeficientu 5 metodou
obycejnych nejmensich ¢tverci v modelu M.

2 Anglicky: familywise error rate
3 Anglicky: false coverage rate
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4.2 Presna inference po vybéru rysu

Dle Lee a kol.| (2016) lze pro mnozinu aktivnich slozek odhadu metodou lasso
A(N\), A > 0, odvodit rozdéleni ndhodného jevu {A(N) = M}, M € 2L}
diky ¢emuz je za predpokladu Y ~ AN, (u, ), p € R", ¥ € R™"™, mozné od-
vodit rozdéleni ndhodné veliciny (n'Y | A(\) = M), kde n € R" je zvoleny
smér. Ke konstrukei intervalt spolehlivosti pro odhad regresniho koeficientu f;
metodu obydejnych nejmensich ¢tvercit volime smér n = e;(X},X ) 1X},, kde
M C{1,..., p} je zvoleny model. Z rozdéleni ('Y | A(\) = M) jsme schopni
sestrojit intervaly spolehlivosti s vlastnosti (4.3]).

V této sekci budeme po vzoru Lee a kol.| (2016)) predpoklddat normalni roz-
déleni odezvy Y ~ N, (u, X). Piipomenime znaceni znamének odhadu meto-
dou lasso s(\) = sign(BLes5°(X)). Dle [Lee a kol| (2016), Corollary 4.4, lze jev
{A(N) = M} rozlozit na sjednoceni konvexnich vazebnich podminek na ndhod-
nou velicinu Y. Toto sjednoceni je tvaru

{AN) = M} = e, ym{AN) = M, 5(\) = s}
= serr.ym{AM, )Y < b(M, s)},

kde s € {—1, 1}M je vektor znamének a matice A(M, s) € R?*™ a vektor
b(M, s) € R?, q € N, jsou ddny vztahy z Lee a kol. (2016), Proposition 4.2.
Mnozina TeSeni soustavy linearnich nerovnic {y € R" : A(M, s)y < b(M, s)} je
otevieny konvexni polyedr, nebof se jedna o prunik otevienych poloprostorii. Roz-
délen{ ndhodné veliciny (n'Y | {A(\) = M}) odvodime pomoci rozdéleni ndhod-

(4.5)

4.2.1 Podminovani jednim polyedrem

Necht ¢ € IN, A € R™*? je matice an € R" a b € R? jsou vektory. K odvozeni
rozdéleni 'Y |[{AY < b} vyuZijeme nasledujici lemma.
Lemma 4.1 (Lee a kol| (2016), Lemma 5.1). Necht Y ~ N,(u, X), n € R,
c=Yn(n"Sn)taZ=1,—cn")Y. Poté

[AY <b}={V(Z) <Y <V (2),V°(Z) >0},

kde
_ b; — (AZ); . bj—(AZ);
7\ = j j A j j
V(2 jlhen<o  (Ae); 2 ik >0 (Ac),
a
O = 1 J— .
Vi(Z) = (i b, (AZ);.
Dle [Lee a kol.| (2016) z lemmatu [4.1| plyne
m"Y |AY <8 Z[n'Y |V (Z) <n'Y <V7(2),V(Z) > 0]. (4.6)

Ndhodné veliciny V= (Z), V°(Z), VT(Z) jsou funkei pouze Z. JelikoZ jsou né-
hodné veli¢ciny n'Y a Z = (I, — en')Y nekorelované, ¢ili z normality Y ne-
z&vislé, jsou i ndhodné veli¢iny V= (Z), V°(Z), V*(Z) nezavislé s Y. Ve vzorci
Ize tedy na V= (Z), V°(Z), V*(Z) nahlizet jako na pevné kvantity a n4-
hodnd veli¢ina [nTY |AY < b] se chova jako nahodna veli¢ina s normalnfm
rozdélenim zkracenym na interval [V~ (Z), V(Z)]. Toto pozorovani formalizuje
nasledujici véta.
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Véta 4.2 (Lee a kol (2016), Theorem 5.2). Necht ju, a, b € R, a < b a o* > 0.

Oznacme F[ b]( ) distribuéni funkci ndhodné veliciny s rozdélenim N (u, 02),
useknutym na interval [a, b], tedy

Pty _ V(o =)o) = bl(a =)o)
e O((b - p)/o) = ((a — p)/o)

kde ®(x) znaci distribucni funkci normovaného normdlniho rozdéleni N(0, 1).

Necht Z, V=(Z) a V*(Z) jsou definovdny jako v lemmatul{.1 Poté md ndhodnd

velicina

FY 2LV Ty |AY < b) ~ U(0, 1)

nTp,n En
rovnomérné rozdéleni na intervalu (0, 1) a
M"Y |AY <b, Z =20 ~TN(n'Y,n'Sn, V (Z), V' (z0)), (4.7)
kde TN(n'Y, n"Xn, V=(Z,), V*(2z0)) 2naci useknuté normdini rozdéleni s dis-
V=(2),V*(2)]

tribucni funkci F'5
f nTp,nEn

Pozndmka. V Lee a kol. (2016) je zavedena odezva Y ~ N, (u, 0*1,,), p € R",
az do sekce 5.1. V sekci 5.1 je zavedeno Y ~ N, (u, X) a od té doby ndm prijde
znaceni rozptylové matice trochu matouci. V |Lee a kol.| (2016)), Theorem 5.2, je ve
vzorci pod (5.9) rozptyl o2||n||3, ktery odpovidd 3 = oI, (coZ ndm jesté pripadd
v poradku). Dale ale vzorec pod (5.7) obsahuje 0?1’ Xn. Véiime, Ze jde o piepis,
nebot var(n'Y) = n'Sn = 2||n||2. Zde predpokladime Y ~ N, (p, ¥).

4.2.2 Podminovani sjednocenim polyedri

Rozdéleni 'Y podminéné sjednocenim nahodnych jevii U,{AY < b} je
opét normalni, omezené na mnozinu U s{A;Y < bs}.
Véta 4.3 (Lee a kol.| (2016), Theorem 5.3). Necht FG 52 2nact distribucni funkci
normdlniho rozdéleni N(u, 0?) omezeného na mnozmu G C R. Poté

sV (2),V(2)]
Hu,nTEn (nTY| U{AY <b.}) ~U(0, 1),

kde Z, V;(Z) a VI(Z) jsou definovdny jako v lemmatulf.1s A = A; a b =bs,.

Vyuzitim Véty , lemmatu a (4.5) ziskdvdme metodu pro konstrukei
intervalovych odhadl pro regresni koeficient @M v modelu zvoleném na zakladé
aktivnich slozek odhadu metodou lasso, ¢ili M = A(N).

Véta 4.4 (Lee a kol. (2016), Theorem 6.1). Necht Z, V, (Z), VI (Z) jsou defi-
novdany jako ve Vété an=(X},)" ej. Necht L a U jsou hodnoty splriujici

Vs (2),VE(2)] Q Vs (2),VE(2)]
FLU'r]TE'r] ("7TY) =1- 57 FynTzn (T]TY)

a
2
Poté [L, U] je (1 — «)-intervalovy odhad regresniho koeficientu BJM podminéné
ndhodnym jevem {A(X) = M}, tedy

P([L, U] > M| AN =M)=1-a.

Jelikoz je jev {M = A(N), s(\) = s} podjevem jevu {M = A(M)}, intervalové
odhady sestrojené z rozdéleni n 'Y | {M = A()\), s(\) = s} pomoci Véty[4.2]jsou
rovnéz validni pro statistickou inferenci po vybéru rysi. Dle|Lee a kol.| (2016]) jsou
tyto intervalové odhady v porovnani s 'Y | {M = A(\)} vypocetné nendroéné,
ale mohou byt znatelné Sirsi.
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4.3 Kovariancni test

V této sekci je uveden kovariancni test |Lockhart a kol. (2014) signifikance
slozky vstupujici do mnoziny aktivnich slozek odhadu metodou lasso. V této
sekci budeme predpokladat normalni linearni regresni model. Kovariancéni test
pracuje s cestou odhadu metody lasso ,@L“SS"(A), kterda je vypocitana modifikaci
algoritmu LARS. Cesta odhadu metodou lasso zac¢ind v uzlu \g = co. Mnozina
aktivnich slozek odhadu je v tomto uzlu prazdnd A(X\g) = 0. S A klesajicim do
nuly se mnozina aktivnich slozek odhadu A(\) méni a v principu prevazné zvét-
Suje (plati BLesso(0) = BOLS &ili |A(0)] = p). Ke zménadm mnoziny aktivnich
slozek odhadu metodou lasso dochézi v uzlech Ay > Xy > -+ > Ag > 0, K € IN.
Kovariancni test testuje signifikanci slozky 7 € A(A\g) N A(Mp_1), k€ {1,..., K},
vstupujici do mnoziny aktivnich slozek odhadu v uzlu A\;. Hypotézou a alterna-
tivou kovarianc¢niho testu jsou

Hy : A(M\i_1) 2 supp(B8¥), H, : j € supp(B87).
Oznacme
Bhsz J(A) = argmin [|Y —Xup, B3 + M Bace_n
ﬁeR\A()\k71)|

odhad metodou lasso v modelu A(A,—1) = A(Xg) N {j}. Testova statistika kova-
rianéniho testu piredpoklada znamy rezidudlni rozptyl o2 a je definovdna jako
T A Lasso A Lasso
T — Y (XB 0 (Ngy1) — X%A(Ak—ﬂ/@fl()\kl)()\k-i-l)). (48)

g

Za predpokladu platnosti nulové hypotézy (tedy podminéné ndhodnym jevem
{A(Mg_1) 2 supp(B*)}), jistych predpokladii na vysvétlujici proménné X a pred-
pokladu, Ze nenulové regresni koeficienty 37 jsou velké v absolutni hodnoté, plati

Ty 3>Exp(1), n — oo.

Poznamka. Testovanda slozka j vstupuje do mnoziny aktivnich slozek odhadu
v uzlu \. Jako intuitivni se tedy jevi porovnavat odhady z testovanych modeli
pravé v uzlu \,. Tento ptistup ale nebude fungovat, nebot ze spojitosti odhadu

metodou lasso v proménné \ je BJL“SSO(Ak) =0az || plyne
ﬂﬁ%iio 1)( ) X;(Ak_l)(Y - Ak_l(XL(Ak_l))+S~A()‘k71)(>\k_1)) Bﬁaiio 1 ( )

z ¢ehoz plyne

XB (M) = X nBAR (M) = KXo nBER ()

Hodnota testové statistiky 7}, by tedy pro Ay namisto Ax41 byla rovna nule.

Stale ale neni zfejmé, pro¢ odhady X,BL“‘”O a XA, 1) ﬂ Ay ) porovndvat
pravé v néasledujicim uzlu Agyq. V Lockhart a kol (2014) argumentuji, ze ,j-ty
koeficient bude mit v uzlu A\gyq1 plny efekt na vyrovnanou hodnotu XB, tésné pred
zménou mnoziny aktivnich sloZek”. Chceme-li plny efekt, pro¢ netestovat odhady
metodou lasso v modelech A(A;) a A(Ag—1) pro A = 07 Poznamenejme proto, ze
uzly modifikace algoritmu LARS Ay, ..., Ag jsou ndhodné veli¢iny a hodnota Ag 1
v testové statistice T} hraje roli ¢asu nasledujici udalosti. Asymptotické rozdéleni
testové statistiky 7} vychazi pravé z rozdéleni ndhodnych veli¢in A\, a Agyq za
platnosti nulové hypotézy. Toto je nejsnazsi nahlédnout na specidlnim pripadé
ortogonalni matice modelu — Lockhart a kol.| (2014), sekce 3.1.
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V testové statistice T v je predpokladén zndmy rezidudlni rozptyl o2.
V praxi ovSem byva rezidudlni rozptyl o? nezndmy a je tfeba jej nahradit od-
hadem. V pripadé n > p lze pouzit klasicky odhad rezidualniho rozptylu, vy-
pocteny pomoci rezidualniho souctu ¢tvercti odhadu metodou obycejnych nejmen-
Sich ¢tverc 62 = ||Y — XBOLS||2/(n — p). Testova statistika

Y TXBE0 (A1) = Y Ko, ) BEE ) (Aesr)

F, =
52

mé poté asymptoticky F-rozdéleni s dvéma a (n — p) stupni volnosti
F, 2 F(2,n—p), n— oo (4.9)

Konvergenci v distribuci (4.9) je snadné nahlédnout, nebot Fy, = T}, /(52 /0?), pii-
cemz Tj, — Exp(1) = x2/2, n — 0o a 62/0% ~ Xp_p/(n — p). Statistiky T}, a
jsou nezavislé, jelikoz:

1. Na statistiku 7} lze nahlizet jako na funkci PxY (kde Py = X(X'X)~IXT
je matice ortogonalni projekce na linearni prostor Im(X)), nebot modifikace
algoritmu LARS pro lasso vyda stejné feseni pro Y i pro PxY (zfejmé plati
XTPxY = X'"Y, z ¢choz plyne, ze subgradientni podminka optimality pro
metodu lasso je stejnd pro odezvu Y i pro odezvu PxY).

2. Statistika 62 je funkei (I, — Px)Y .
3. Statistiky PxY a (I,—Px)Y jsou nezavislé (Komarek| (2021)), Theorem 6.2).

Pripad n < p jiz neni tak primocary. V Lockhart a kol.| (2014) uvadéji moznost
opét vyuzit odhad %,, nyni vypocteny v modelu M, ktery byl zvolen pomoci
krizové validace. Tento pristup ale neni podporen fadnou teorii. Simulace ukazuji,
ze asymptotické rozdéleni testové statistiky F., kde r je pocCet parametrii v modelu
zvoleném kiizovou validaci, je blizké rozdéleni F'(2, n — r), ale rozptyl vysledné
statistiky mtize byt vyssi a testy mohou byt antikonzervativni.
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Z.aver

V této diplomové préaci jsme se zabyvali metodou adaptivni lasso . Od-
hady vyprodukované metodou adaptivni lasso jsou fidké a dle Véty asympto-
ticky presné identifikuji mnozinu nulovych slozek vektoru regresnich koeficient
a zarovell jsou y/n-konzistentnimi odhady nenulovych slozek vektoru regresnich
koeficientti. Diky témto vlastnostem je metoda adaptivni lasso vhodnéa do rid-
kych regresnich modelti. V této praci jsme se zabyvali pouze linedrnim regresnim
modelem, nicméné vétsinu uvedenych tvrzeni lze zobecnit pro zobecnéné linearni
regresni modely.

V kapitole [1| byl zaveden odhad metodou obyc¢ejnych nejmensich ¢tverca v li-
nearnim regresnim modelu. Z vysledkt uvedenych v sekcich a vyply-
nulo, ze v pripadech, kdy pocet pozorovani n je mensi nebo roven, nebo o velmi
malo prevysuje pocet parametri modelu p, mize byt na misté vyuziti vychyle-
nych regularizovanych odhad. Argumentem k pouziti regularizovanych odhadi
muze byt i fakt, Ze i linedrni regresni model lze povazovat za regularizovany
model, nebot klade restriktivni predpoklady na tvar regresni funkce. V sekci
jsem se zabyvali regularizovanymi odhady a uvedli jsme argumenty, proc
z {7-regularizovanych metod, v > 0, je do Tidkych linearnich regresnich modelt
nejvhodnéjsi ¢-regularizace, ¢ili metoda lasso. V kapitole [2 byl zaveden odhad
metodou lasso. V sekci byla odvozena existence, tvar a jednoznacnost odhadu
metodou lasso, v sekci byla uvedena modifikace algoritmu LARS pro metodu
lasso, pomoci které lze vypocitat cestu odhadu metodou lasso. V sekci jsme
na metodu lasso nahlédli z geometrické perspektivy a z perspektivy Bayesovské
statistiky. Sekce byla vénovana asymptotickym vlastnostem odhadu metodou
lasso. Dle Tvrzeni[2.6|metoda lasso neidentifikuje konzistentné mnozinu aktivnich
slozek vektoru regresnich koeficient1, coz bylo motivaci k zavedeni metody adap-
tivni lasso. Kapitola [3] byla vénovana odhadu metodou adaptivni lasso. Odhad
metodou adaptivni lasso lze ziskat pomoci metody lasso, aplikujeme-li vhodnou
transformaci na matici modelu a vhodnou zpétnou transformaci na vysledny od-
hadu metodou lasso. Diky tomuto se vétsina vlastnosti metody lasso prenési na
metodu adaptivni lasso. Zavérecna kapitola [4] se zabyvala statistickou inferenci po
vybéru rysi v linedrnim regresnim modelu. Metoda (adaptivni) lasso produkuje
ridké odhady a lze ji vyuzit k automatickému vybéru rysi v linedrnim regresnim
modelu. V takovém pripadé jsou ale rysy v linedrnim regresnim modelu zvoleny
na zakladé pozorovanych dat a klasické metody statistické inference jiz nejsou
zcela validni. Véta udéava tvar rozdéleni odhadu metodou obycejnych nejmen-
sich ¢tvercti, podminéné modelem zvolenym na zakladé mnoziny aktivnich slozek
odhadu metodou (adaptivni) lasso.

Jako hlavni ptispévek této diplomové prace vnimame shrnuti a zpracovani
urc¢ité problematiky na zakladé nékolika riznych prament. Diskutovanou proble-
matiku doprovazime riznymi ilustracemi. Podstatnou c¢ast praci jsme stravili na
odvozeni uzavieného tvaru odhadu metodou lasso v R?. V pozdé&jsi ¢asti jsme
ale zjistili, ze tato vlastnost metody lasso je uvedena jiz v puvodnim clanku
Tibshirani| (1996). V tomto ohledu si odnasime i pouceni do budoucna.
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A. Appendix

A.1 Tvrzeni o konvexnich funkcich

Lemma A.1.1 (Sklddani konvexnich funkei). Necht f, g : R™ — R jsou konvexni
funkce a h : RP — R™ je afinni funkce. Poté funkce f4+g: R"™ — R i foh : RP - R

jsou konvexrni.

Dikaz. Necht x, y e R", 0 <A< 1af, g:R"— R jsou konvexni funkce. Poté

(f+9)Qz+(1-Ny)=f(Az+ (1 -Ny) +g(Az+ (1 -N)y)
< M) + (1= N f(y) + Ag(=)) + (1 = N)g(y)
=AMf+g)(®) + 1 =N(f+9)(y)

Necht f : R* — R je konvexni funkce, h : R? — R" je afinni funkce
ax,y < RP. Poté

(foh)(Ax + (1= N)y) = f(M(x) + (1 = A)h(y))
< Af(h()) + (1= A) f((y)),

kde jsme v prvni rovnosti vyuzili toho, ze je funkce h afinni a v druhé nerovnosti
jsme vyuzili konvexity funkce f.
O

Lemma A.1.2 (Konvexita ¢” norem). Necht v > 1 a x € RP. Funkce

p 1/~
x|, = (Z |:cj|7)
j=1

se nazyvd {7 normou vektoru x a je konvexni na RP.

Diikaz. Normy v RP jsou vzdy konvexni: pro normu || || : R? — [0, c0), libovolné
x, y € R? a libovolné 0 < A <1 plati

Az + (1= Nyl < [[Az]] + [(1 = Myll = All]] + (1 = M|yl

kde jsme vyuzili trojihelnikové nerovnosti a absolutni homogenity norem. K di-
kazu tvrzeni nam tedy staci dokdazat, ze pro v > 1 je || ||, norma.
Zobrazeni || e ||, je pozitivné homogennt:

» 1/~ » 1/v » 1/~
oz, = (Z |Oéxj|”) = (ZWI”I%P) = |a (ZI%P) = |af |||,
j=1 J=1 J=1

Subaditivita zobrazeni || e ||, ¢ili
Iz +ylly < [lzll, + [yl
je disledkem Minkowského nerovnosti (Hardy a kol (1952)), Theorem 25).
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A.2 Algoritmus LARS for the lasso path

Algorithm 1 Algoritmus Lars for the lasso path

1: > Inicializace proménnych
2 k+0 > Pocitadlo iteraci
3: Ag & 00 > Pocatecéni uzel
4: 8(Ag) < 0, > Vektor znamének soucasného odhadu
5 A(Xg) 0 > Mnozina aktivnich slozek souc¢asného odhadu
6: While A > 0do

7: ,BL"“SfO()\k) = X (Y = M(X o) Ts(M)) > Soucasny odhad
8: for j ¢ A(\x) do

9 7 = (XY = Ko Ko YU/ = X (X)) Fs()]

10: if 0 <#”"" <\, then

11: t;ozn — t;o'm—s—

12: else

13 H o [XT(Y — Ko K Y1 = XT (Kha)*sOW)

14: end if

15: end for N

16: MY =maxjean, 5™

17: for j € A(\x) do > Vypocet prvniho ¢asu odchodu
e ) Y]/ Xann) SO,

19: end for

20: )\gﬂeavé A% max;e A(\,) téem}e

21: if A" > A then > Vypodet nového uzlu a aktualizace znamének
22: A1 — X" N

23: jioj? ¢ argmax;g 4, )t )

24: Short sign(XjEﬂ(Y — XA ﬁ‘(’ii‘i()\)))

25: 8()\k+1) — S(Ak) + Siif?ejifll

26: AAr1) < Ae) U {55

27: else

28: Apy1 ¢ Abeave

29: j,lf_ffe < argmax;¢ A(Ak)tée“”e

. leave

30: Sk‘+1 < S]]l;:gfe ()\k)
31: S(Agr1) < s( M) — sﬁffl’eejﬁzlw
32: A1)  A(Ne) N {giere

33: end if
34: end while
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